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Resumen

En este trabajo se tratara las razones porque las que es necesario el uso de
MLOps (Machine Learning Operation) para realizar desarrollos de Machine Lear -
ning (ML). Para ello se justificara histéricamente su aparicion, se describira co-
mo metodologia, se seleccionara la herramienta que se crea mas adecuada para
el problema propuesto, se definira una arquitectura para soportarla, se definira
la metodologia especifica que se ha disenado y se aplicara a un caso de uso.
Finalmente se estudiara su impacto y deficiencias.

La inteligencia artificial (IA) durante su historia ha tenido €épocas algidas y otras
mas discretas (inviernos de la IA). Por lo que su desarrollo hasta los ultimos anos
ha sido mas lento, y por lo tanto no se contaba con metodologias especificas de
desarrollo. MLOps es la extension de DevOps para ML. DevOps una metodolo-
gia de desarrollo agil, basada en la division entre el entorno de desarrollo y €l
de produccion, la integracion y entrega continua (CI/CD). MLOps anade estas
ideas a los desarrollos de ML. Para lograr esto se ha de automatizar las fases de
un desarrollo de ML. La limpieza y preparacion de datos han de ser recogidas
en un pipeline que permita la preparacion de datsets, lo mismo ocurre con los
entrenamientos. Se ha de anadir un sistema para dar replicabilidad y trazabili-
dad a todos los experimentos realizados y a los modelos generados como salida.
La puesta en produccion de los modelos se realizara sobre servicios web que
monitoricen la calidad de los modelos en el tiempo. En el caso de que la calidad
de los modelos disminuya es necesario la reactivacion de los pipelines para la
generacion de nuevos modelos.

MLOps tiene varios niveles: 0, 1, 2. EL nivel O todo ha realizarse de manera
manual, no hay nada automatizado, con el unico elemento propio de MLOps
que se cuenta es con su herramienta para la gestion de entrenamientos y de
modelos. En el nivel 1 ya existe una gestion automatizada de los pipelines de
datos es decir los entrenamientos y preparacion de datos, aunque su activacion
sigue siendo manual. En el nivel 3 se automatiza la activacion de los pipelines
de datos, es decir se crean los pipelines de CI/CD.

Para seleccionar la herramienta que gestionara los modelos y entrenamientos se
realizara un estudio sobre las herramientas disponibles. Existe una gran selec-
cion de herramientas cada una teniendo sus ventajas e inconvenientes propios.
Se ha optado por elegir MLflow una herramienta de codigo abierto, con mucho
énfasis en la flexibilidad y una comunidad de desarrollo activa. Ademas, es usa-
da para realizar tareas de MLOps en otras plataformas ML mas amplias como
puede ser Data Bricks. Su nivel MLOps es O pero con otras herramientas como
ETLs (Extract, Transform, Load) puede incrementar su nivel.

Para el despliegue de MLflow se ha optado por un despliegue in-premise median-



te contenedores Docker, uno por cada microservicio que sea necesario. MLflow
en cuanto a su arquitectura esta formado por tres partes, el servidor de ML-
flow, una base de datos para el almacenamiento de los parametros y métricas
de los entrenamientos y un sistema de ficheros distribuidos que almacene los
artefactos, para los ficheros relacionados con los entrenamientos, incluyendo el
propio modelo. MLflow y el gestor de bases de datos seleccionado, PostgreSQL
son desplegados desde contenedores Docker, mientras el sistema de ficheros se
almacena en un NAS y se comparte por NFS (para sistemas UNIX) y SMB (para
sistemas Windows). Todos los componentes que almacenan datos son sometidos
a back-ups periédicamente.

Una vez seleccionada la herramienta es necesario realizar disenar una metodo-
logia que siga MLOps que se adapte a la herramienta. Se seguiran los mismos
pasos que los definidos por MLOps. Primero se ha de describir el problema, des-
pués limpiar y preparar los datos, estas dos ultimas han de ser automatizadas.
Después se ha de realizar los experimentos para generar los modelos, esto se
divide en ejecuciones, de cada ejecucion se ha de registrar parametros, métri-
cas, artefactos, modelo, entrada y salida del modelo, cédigo de entrenamiento y
datasets. Después se ha de seleccionar el modelo con respecto a las métricas,
exponerlo como servicio y monitorizar su precision. En el caso de que decaiga se
ha de volver a ejecutar los pipelines que preparan los datos y realizan los entre-
namientos, elegir el nuevo modelo y volver a ponerlo en produccion sustituyendo
el antiguo. Esto sera ejemplificado con un desarrollo.

Por ultimo, se revisara el impacto y deficiencias de la metodologia producida.
El impacto esperado es una reduccion de los tiempos de desarrollo, la cantidad
repeticiones necesarias para encontrar el modelo 6ptimo. Aunque en cuanto a
sus deficiencias si que cabe resaltar que al no tener un nivel de MLOps 0 o 1
esas automatizaciones recaen en los usuarios o en otras herramientas.
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Abstract

This project will cover the reasons why MLOps (Machine Learning Operations)
should be implemented in ML (Machine Learnings) developments. In order to
achieve these goals, MLOps would be justified from an historical point of view
and the methodology itself is going to be described. Followingly, the most ade-
quate tool would be selected, and the architecture produce to sustain it would
be described. Using all of the previous elements a specific methodology would
set in place and test. Finally, the impact and deficiencies would be studied.

In the history of Artificial Intelligence (Al) there has been high and low moments
(AI winters). Until the most recent years Al had not had a specific methodology
to itself. MLOps is an extension to DevOps (Develop Operations). DevOps is
an agile methodology, based on the division between development and produc-
tion environments and continuous integration and deployment (CI/CD). MLOps
brings these ideas into ML developments. The process of cleaning and preparing
the data must be integrated into a pipeline, as well as the training processes.
A system to provide traceability and replicability, for the experiments that took
place and the models produced, has to be put in place. Moving into the pro-
duction side the models should be expose as web services. In the case of model
quality decline a trigger should restart all the processes in order to obtain new
models.

MLOps has the following levels: 0, 1 and 2. In the level O everything has to be
done manually, there is nothing automated. The only element from MLOps that
is present is the tool to mange training and models. In the level 1 the automatic
management of pipelines of training and data appear, although its activations
keep being manual. The last level provides automatization of the activation of
data pipelines, i.e., the CI/CD pipelines.

Successively, a study of the available tools to perform the management of the
models and the training processes. There is a great selection of tools each one
with its own set of advantages and drawbacks. MLflow, an open-source tool,
has been selected for its emphasis on flexibility, its active developer community.
Moreover, MLflow is used as MLOps tool in other ones much more brought such
as Data Bricks. Its MLOps level is O although it can be improved external tools
such as ETL (Extract, Transform, Load) it can be upgraded.

The deployment of MLOps is done in-premise with docker containers, one for
each microservice. MLflow architecture is divided into there main parts: MLflow
server, a database for storing the parameters and the metrics; and a distributed
file system, for files related with trainings, including the model. MLflow and
PostgreSQL, the selected data base management system, are deployed as docker
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containers, whereas the file system is deployed in a NAS and shared via NFS (for
UNIX systems) and SMB (for Windows systems). All the systems that store data
are backed-up periodically.
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1. Introduccion y objetivos

1.1. Introduccidén

1.1.1. DevOps

La ingenieria de software aparecio a mitad del siglo pasado y aun siendo un
area del conociendo relativamente nueva debido al gran interés que despierta
desde su comienzo ha generado metodologias y buenas practicas en la creacion,
utilizacion y mantenimiento del software.

Las metodologias de desarrollo han sido variadas desde los inicios de la ingenie-
ria del software, entre los que se han dado el desarrollo en cascada, el iterativo,
incremental, en V, en espiral, entre otras. En los ultimos afios se esta optando
por las metodologias agiles que han de seguir el manifiesto Agile [BBvBT01].

El manifiesto agil defiende la entrega rapida y de funcional de codigo al cliente
para poder realizar sucesivas iteraciones, y realizar los cambios sobre lo es-
pecificado, mejorando la colaboracion entre desarrolladores y responsables de
negocio, la motivaciéon de los trabajadores, la comunicacion rapida y eficaz, el
manteniendo del ritmo de trabajo, atencion a la excrecencia técnica, simplici-
dad, equipos autoorganizados, y las reuniones frecuentes para la reflexion y el
ajuste.

Una de las variantes mas populares dentro de las metodologias agiles es DevOps
(Developing Operations). Se base en la union entre el desarrollo y la operacion
del sistema. En este modelo se generan dos entornos, preproduccion o desarrollo
y produccion, ambos operados por distintos equipos interconectados. Los cam-
bios frecuentes se pueden probar y testear sobre el entorno de preproduccion,
para ser posteriormente aplicados y desplegados sobre produccion con mayor
facilidad. Esto también trae con sigo otras ventajas como la capacidad de testeo
en un entorno lo mas parecido posible a la realidad. Esto proporciona test mas
seguros y la capacidad de desarrollar una sola vez, cuando un desarrollo sea
probado y funcione en preproduccion deberia poder ser portado directamente a
produccion, sin ninguan error.

El proceso DevOps no es solo seguir los principios del desarrolla agil y adaptar
los sistemas, si no, también la restructuracion de los equipos de desarrollo y
respaldo a usuarios finales. El cambio tiene que ser soportado puesto que todo
lo desarrollado esta destinado a cambiar en un momento u otro. No se ha de
producir el mismo resultado de otra manera, se ha de producir mediante una
arquitectura que permite el cambio y se adaptarte al ritmo de produccion e
implantacion.
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Otro de los beneficios de DevOps es la reduccion de los ciclos de desarrollo y el
aumento de la velocidad de implementacion a través de anadir a Integracion y
Entrega Continua.

1.1.2. Historia inteligencia artificial

Hay algunas ramas dentro de la programacion que por sus necesidades no en-
cajan directamente dentro de la metodologia DevOps, este es el caso de los al-
goritmos de Machine Learning (ML). E1 Machine Learning es un area dentro de
la Inteligencia Artificial (IA). La inteligencia artificial nacié a mediados del siglo
pasado, y el termino fue acufiado en la Conferencia de Dartmouth, New Ham-
pshire, Estados Unidos. En los primeros anos de investigacion su desarrollo fue
bastante grande con avances tanto tedricos como practicos. Entre los tedricos se
encontraban la teoria de la informaciéon de Shannon, importante para realizar
analisis entre variables y sus relaciones, o la de la computacion de Alan Tu-
ring, base de la computacion y de las arquitecturas como la Von Neumann. En
cuanto a las practicas se encontraba el perceptron, que simulaba una neurona
humana. Esta época se caracteriza por el optimismo con respecto a la IA.

Hacia los anios 70 se da el primer invierno de la IA, periodo denominado con
este nombre debido a la falta de avances, puesto que no se habia cumplido las
expectativas debido sobre todo a la falta de potencia de calculo. Por ejemplo, el
Cray-1 de 1975 solo podia realizar operaciones a S8OMHz y tenia SMB de RAM,
unas 45 veces mas lento y con una memora principal de tres érdenes de magni-
tud mas pequena que en la actualidad, con un precio ajustado a la actualidad
de 35 millones de dolares y un consumo de 115KW. Otro factor limitante era la
falta del volumen de datos necesarios para poder usar estos sistemas, que en
aquel momento era imposible siquiera almacenar esa cantidad de datos. Otra
de las criticas recibidas durante esta época fue la incapacidad del perceptron de
realizar clasificacion no lineal. Todo esto provoco la retirada de la financiacion
por la falta de resultados, aunque proyectos con una aproximacion algoritmi-
ca e imperativa como la programacion necesaria para los moédulos de programa
Apollo-11 [Gar19] si que obtuvieron financiacion.

Los avances en computacion tanto en rendimiento como en paradigmas, como la
programacion logica, en concreto Prolog (PROgrammation en LOGique), que uti-
liza reglas y axiomas para generar resultados. Esto propicio que a finales de los
80s surgieran los sistemas expertos basados en reglas como MYCIN, el retorno
de las neuronas artificiales, esta vez con mas de una capa, activacion no lineal y
un nuevo algoritmo para entrenarlas (retro propagacion del gradiente). Durante
estos anos se lanzaron proyectos que han sentado las bases para la creacion
de tecnologias en las que aun utilizamos para proyectos actuales como el coche
auténomo, por ejemplo el proyecto Prometeus de Mercedes-Benz [MB19].

En 1997 se dio uno de los hitos mas relevantes de la IA Deep Blue fue capaz de
derrotar a Garry Kasparov en su segundo encuentro con el resultado DeepBlue
3-1-2 Kasparov. Debido a la complejidad del arbol de juego del ajedrez, es decir,
los posibles movimientos que se pueden realizar, aproximadamente 10120, o el
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numero de Shannon, es imposible generara un libro de jugadas tan grandes
como para realizar una busqueda exhaustiva de la jugada. Por lo que se opto
por el uso de reglas para distintas fases de la partida, guardando estados de
partidas ya jugadas, y conjuntos de aperturas y cierres.

En la ultima década ha habido un gran desarrollo nos encontramos en una si-
tuacion completamente distinta a la del invierno de la IA. El hardware se ha
vuelto mucho mas potente y asequible, tanto en el caso de una administra-
cion y uso totalmente gestionado por la empresa internamente, como utilizando
IaaS (Infraestructura como Servicio), PaaS (Plataforma como Servicio) o SaaS
(Software como Servicio) ofrecidos por terceras empresas. La cantidad de datos
generados a diario y recogidos durante anos ahora si que permite el uso de la
IA. Las empresas y entidades publicas estan haciendo una inversion muy impor-
tante en este area, como D.A.R.P.A.(Defense Advanced Research Projects Agency)
[DAR22], Open Al y su libreria de IAs cada una enfocada en un propésito dis-
tinto. Por ejemplo Chat-GPT [Ope23] genera texto, DALL-E [RPG*21] imagenes,
Jukebox [DJPT20]sonidos a partir siguiendo como base un artista y un estilo.

Entre los ultimos avances se encuentran el Deep Learnign (DL), IAs multimoda-
les, IAs generativas entre otras. El DL es un tipo de redes de neuronas artificia-
les con multiples capas ocultas que han demostrado tener una mejor capacidad
para la realizacion de tareas antes imposibles para otros tipos de IA o de red
neuronal. Las IAs multimodales permiten la comprension de multiples fuentes
de datos y usan la similitud entre la informacién para generar relaciones y sa-
lidas en cualquier forma. Por ejemplo, tal y como se muestra en la siguiente
figura [Int18] un perro puede ser cualquier entrada de las siguientes, en varios
lenguajes naturales como pueden ser el inglés y el francés, una foto o un dibujo.
Las IAs generativas son capaces de generar texto, imagenes, sonidos. .. a partir
de ruido o de una entrada definida por el usuario. Uno de los tipos de IA gene-
rativa con mas éxitos es la red GAN (Generative Adversary Network) [GPAM ™ 14]
que enfrenta a una IA generadora con una clasificadora, la primera intenta ge-
neral el objetivo, mientras que la segunda filtra si lo producido es real o ha sido
generado.

is a is a is a

Figura 1.1.: IA multimodal [Int18]

1.1.3. MLOps

Actualmente los desarrollos de Machine Learning estan dirigidos por los datos
y sus necesidades son distintas, en contraste con el enfoque algoritmico que
tienen los desarrollos clasicos. A esto hay que anadirle que dependiendo de las
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fuentes solo entre un 10% y 13 % de desarrollos llegan a ser puestos en produc-
cion [Rob20] [Dic19]. Los motivos de esta baja llegada a produccion se encuen-
tran en el siguiente articulo [HZRS16] y la metodologia recogida en [Clo21b]. En
el citado articulo se discuten los motivos, apareciendo como principal la deu-
da técnica que se adquiere al usar frameworks de terceros, la desaparicion de
los limites de los proyectos, cliente inesperados, problemas de configuracion y
cambios en el entorno de los desarrollos que les afectan.

Nos encontramos en una situacion en la que las IAs estan consiguiendo resulta-
dos muy favorables para las empresas que las consiguen implantar, pero debido
a sus grandes diferencias en sus fases de desarrollo no hay una metodologia que
seguir. Gracias a la experiencia acumulada en los ultimos 70 anos en metodo-
logias de desarrollo software no se comienza de cero y una de las iniciativas es
combinar una de las metodologias mas exitosas como DevOps con las necesida-
des propias de Machine Learning (MLOps).

En MLOps aparte de cumplir como base de DevOps siguiendo CI (integracion
continua) y CD (entrega continua), a estos se le anade CT (Continuos Training,
entrenamiento continuo) para desarrollos ML (Machine Learning). El objetivo es
poder tener modelos lo mas rapido posibles en produccion que podran ser mo-
dificados tanto como sea necesario para satisfacer las necesidades del cliente, al
igual que sucede con la metodologia DevOps.

Una de la diferencia es que los modelos han de ser periédicamente testeados
para probar su valia en cada momento del tiempo y deben ser reentrenados para
mejorar las prestaciones existentes, aplicar nuevas técnicas o acomodar nuevos
datos que se han producido mas tarde la puesta en produccion del modelo. Al
igual que DevOps es necesario automatizar tantas fases como sea posible para
aumentar la productividad y replicabilidad de los procesos realizados.

El desarrollo ML es la pieza central de un proyecto ML, es necesario gestionar
también su configuracion, automatizacion, la recoleccion, verificacion y extrac-
cion de caracteristicas de los datos, testeo y correccion de errores, analisis del
modelo, gestion de recursos, procesos y metadatos, monitorizacion. Como se
muestra en la siguiente figura 1.2..
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. Testing and Resource
Data collection .
debugging management
Configuration . Serving
Data e infrastructure
verification
Process
management
Automation Feature engineering Monitoring

Metadata management

Figura 1.2.: Arquitectura MLOps [Clo21D]

DevOps vs MLOps

s Caracteristicas de los componentes de los equipos de ML: suelen estan
formados por perfiles especializados en el tratamiento de los datos y no en
su puesta en produccion.

= Desarrollo: Los proyectos han de estar centrados en los datos y como se
relacionan para construir un modelo, el codigo queda en un segundo plano
y suele ser reutilizado (en la medida de lo posible) de un proyecto a otro.

= Testeo: Se comprueba como de bien o mal funciona el modelo generado
con métricas tipicamente estadisticas y no se suelen usar test unitarios, de
integracion o de sistema.

» Implementacion: Un proyecto no es solo el modelo generado si no todos los
pasos realizados para generarlo, normalmente estos quedan recogidos en
un pipeline o un data Flow (flujo de datos).

= Produccion: Una vez puestos en produccion su degradacion es mayor que
la de desarrollos clasicos pues ademas de decaer de todas las maneras que
un sistema clasico la continua evolucién del perfil de los datos afecta al
rendimiento del modelo. Por lo tanto, es necesario una continua revision
de las perdiciones del modelo y realizar reentrenamientos en el caso de ser
necesario.

En cuanto a las caracteristicas propias de DevOps también son modificadas
para encajar mejor con desarrollos ML. Para mantener CI se deben validar los
datos en vez de componentes y algoritmos, se validad los datos y los modelos
producidos. Las entregas pasan a ser pipelines de datos.
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Pasos en el proceso

Extraccion de datos: Recogida de datos de las fuentes de datos para el pro-
yecto que se va a desarrollar. Las fuentes de los datos pueden ser multiples,
por ejemplo, bases de datos propias, o ajenas, ficheros, APIs de una red so-
cial... Por lo que es necesario realizar una importacion de estos, a poder
ser a través herramientas automatizadas o ETLs (Extract Transform Load).

Analisis de los datos: Conocimiento de los datos y sus caracteristicas y pla-
nificacion de la preparacion de los datos. Una de las técnicas mas usadas
es el analisis exploratorio de los datos (EDA [IBM23], por sus siglas en in-
gles). El EDA se trata de un estudio de los datos y sus a caracteristicas,
frecuentemente mediante visualizacion. Facilita la deteccion de patrones y
anomalias, y la comprobacion de hipotesis.

Preparacion de los datos: Limpieza de los datos, separacion en subconjun-
tos para entrenamiento, testeo y validacion. Es necesario el tratamiento de
los datos para evitar cualquier error en ellos como tener todas las unida-
des en las mismas unidades, datos con variables no presentes... En este
punto también es necesario realizar la seleccion de variables. Se ha de se-
parar los conjuntos de datos en sus conjuntos de entrenamiento, prueba y
validacion.

Entrenamiento del modelo: Se prueba con distintos algoritmos para en-
trenamiento y distintos hiperparametros atras encontrar los 6ptimos. Se
prueba con distintos algoritmos para entrenamiento y distintos hiperpara-
metros atras encontrar los 6ptimos. Se puede usar técnicas como el AutoML
para ellos, o probar ir seleccionando todos los modelos a probar y tunear
para conseguir los mejores resultados de ellos.

Evaluacion de los modelos: Se comprueba la eficacia de los modelos usa-
dos usando los conjuntos de prueba. Se comprueban los resultados de los
modelos para la obtencion de métricas para su evaluacion. Estos dos pasos
se realizan iterativamente para ir mejorando los resultados.

Validacion de los modelos: Se comprueba la validez de los modelos con
un conjunto datos que previamente para separado y reservado para esta
fase. Cuando ya se tenga un modelo listo para su puesta en produccion se
realiza una ultima validacion con unos datos con los que nunca ha entrado
en contacto.

Servir el modelo: El modelo es puesto en producciéon por medio normal-
mente de un API. Para evitar reentrenamientos de modelos todos quedan
almacenados en un repositorio comun y son solicitados por aquel que los
necesite, también reduce la necesidad de potencia de calculo fuera del ser-
vidor que contenga los modelos, pues este se encarga del entrenamiento y
prediccion.

Monitorizacién del modelo: Comprobar con cierta regularidad el buen fun-
cionamiento del modelo para poder cambiarlo por uno mas efectivo en el
caso de ser necesario. Tener esta informacion permite realizar decisiones
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soportadas en datos sobre cuando reentrenar, aporta métricas del rendi-
miento real de los datos. Ademas, aporta nuevos datos para la generacion
de los modelos que algun sustituiran al que este activo.

Niveles MLOps
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Manual experiment steps
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Figura 1.3.: MLOps nivel O[Clo21b]

MLOps Nivel Cero, Proceso manual En la figura 1.3. se muestra un posible pipe-
line MLOps nivel O.

Los procesos para el tratamiento de los datos son ejecutados de manera ma-
nual, incluyendo las transiciones entre pasos. Existe una desconexion entre los
procesos producidos en el pipeline con la operacion de los modelos, tienen que
ser entregados del equipo de desarrollo al de produccién. Se almacena todo en
sistemas compartidos que sean capaces de guardar los parametros necesarios
para la ejecucion de las fases y los artefactos producidos y necesarios por y para
la ejecucion del pipeline. Desde ahi pueden ser servidos a produccion. Es valido
si los cambios en los modelos son pocos y no se espera un incremento en la
cantidad de modelos. No hay integracion continua, ni entrega ni comprobacion
de estado de los modelos.

No cumple con todos los requisitos de MLOps para un desarrollo, pero es la
base puesto que si existe una manera de guardar los parametros y artefactos
necesarios para reentrenos, trazabilidad o para su puesta en produccion.
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Figura 1.4.: MLOps nivel 1 [Clo21b]

MLOps Nivel Uno, ML pipeline automatizado En la figura 1.4. se muestra un
posible pipeline MLOps nivel 1.

Al tener el pipeline para el tratamiento de los datos automatizados la generacion
de experimentos es mucho mas rapida. El modelo puede ser alterado una vez
puesto en produccion con datos nuevos para mantenerlo siempre al dia. Los
pipelines usados en preproduccion y produccion son los mismos por lo que se
siguen los preceptos DevOps. Se entrega continuamente nuevos modelos en-
trenados con datos nuevos, ya testeados y validados. También se aumenta la
capacidad de reutilizar el codigo al tener que generar pipelines repetibles.

Para obtener todas las anteriores ventajas se ha de incluir nuevos componentes.

= Validador de datos que pueda reentrenar el modelo o para su ejecucion de
manera automatica. Debe de tener en cuenta las diferencias las anomalias
en los esquemas de datos recibidos y en los propios valores de los datos.

= Validador de modelos que comprueba las caracteristicas del nuevo modelo
generado antes de que llegue a produccion. Ha de realizar los siguientes
pasos:

¢ Generar las nuevas métricas de evaluacion.

¢ Compararlas con el modelo antiguo para asegurarse un mejor Compor-
tamiento.
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* Comparar las métricas para distintos segmentos de datos. Un modelo
puede ser mas adecuado para cierta parte de los datos usados, pero
tener un peor desempeno general.

* Probar que es compatible con la infraestructura en la que se va a servir
el modelo.

Se ha de gestionar los siguientes metadatos para aumentar la reproducibilidad.
= Versiones de los componentes y del pipeline.
= Cuando empez6 y termino la ejecucion y el tiempo que llevo.
= Quien realizo la ejecucion. - Parametros usados en el pipeline.

= Punteros a los pasos del pipeline, localizacion de los datos preparados usa-
dos, anomalias en la validacion, estadisticas y vocabulario extraido. Con el
objetivo de poder reanudar una ejecucion

= Un puntero al ultimo modelo puesto en producciéon para poder volver a el
si fuera necesario.

= Las métricas de evaluacion producidas durante la ejecucion de la evalua-
cion del modelo. Para poder almacenarlas. Disparadores del pipeline.

» Bajo demanda, manualmente.

= De manera programatica, teniendo en cuanta cada cuento cambian los da-
tos y cual es el coste de volver a entrenar los modelos.

= Cuando haya nuevos datos disponibles.
= Cuando el rendimiento del modelo sufra una degradacion.
= Cuando los datos cambien de manera significativa

Opcionalmente se puede llegar a usar un almacén de caracteristicas de los mo-
delos. Tiene las siguientes ventajas.

= Evitar la creacion de nuevos conjuntos de entidades que ya existan o que
sean muy similares.

m Servir caracteristicas actualizadas.

= Mantener unas caracteristicas iguales entre la preproduccion y la produc-
cion.

Retos

Es necesario la gestion de todos los pipelines generados, lo que incluye los test
que se realizan para comprobar su validez, su puesta en produccion. Cuando
son pocos puede ser gestionado manualmente, sin embargo, segun crece su
numero es necesario que esto sea gestionado automaticamente.
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Figura 1.5.: MLOps nivel 2

MLOps nivel 2, pipeline Cl/CD automatizado En la figura anterior se muestra un
posible pipeline MLOps nivel 2 [Clo21b].

En un entorno de nivel dos la entrega y la integracion estan automatizadas,
lo que permite al equipo rapidamente explorara nuevas soluciones, modelos,
arquitecturas e hiperparametros.

Ha de estar conformado por los siguientes componentes:
= Control de fuente.
= Servicios para construccion, testeo e implementacion.

= Registro de modelos. - Almacenamiento de caracteristicas y de metadatos
de Machine Learning

= Director de los pipelines de ML.
Pasos a seguir en el pipeline:

= Desarrollo e implementacion de pipelines de ML, donde se prueban iterati-
vamente nuevos algoritmos y modelos de ML.

» Integracion continua del pipeline, que generara artefactos, paquetes y eje-
cutables para usar con posterioridad.

= Entrega continua del pipeline, implementacion de los resultados de la an-
terior fase en el entorno real.

10
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= Activacion automatica del pipeline producido, a través de una planificacion
o de manera reactiva.

= Entrega continua del modelo, los modelos producidos por el pipeline son
expuestos a través de un servicio.

= Monitorizacion del servicio expuesto para que pueda ser usado como dis-
parador del proceso.

Integracion continua:

Al tener que automatizar los pipelines es necesario que el codigo fuente sea
almacenado en un repositorio, el proceso de CI puede incluir lo siguiente:

» Unit testing, incluso distintas maneras de realizar un mismo paso.
= Testear las capacidades del modelo y las salidas erréoneas del modelo.
= Testear que cada componente del pipeline genere los artefactos esperados.
» Testear la integracion de los componentes del pipeline.
Entrega continua:

Para conseguir una entrega continua es necesario ademas en un repositorio los
nuevos pipelines, sus paquetes y el nuevo codigo lo siguiente:

= Verificar la compatibilidad del modelo con la infraestructura sobre la que
se desplegara (memoria, procesador, GPU.. .).

= Probar el servicio que sirve el modelo con todos los parametros posibles
para evitar peticiones que no podran ser cumplidas.

= Testear el rendimiento del servicio, por ejemplo peticiones por segundo.

= Entorno de test automatizado o semiautomatizado, dependiendo de la me-
todologia para incluir codigo en el repositorio, usar la gestion de pruebas
automaticas.

» Inclusion manual en produccion una vez se haya demostrado su buen fun-
cionamiento en preproduccion.

1.2. Objetivos

Este trabajo ha sido realizado para la empresa C.R.I.D.A. A.L.LE., una agrupacion
de interés economico sin animo de lucro establecida por ENAIRE, la Universi-
dad Politécnica de Madrid (UPM) e Ingenieria y Economia del Transporte, S.A.
(INECO). Se trata de una empresa que realiza investigacion sobre el trafico aé-
reo y para ello en ocasiones recurren al machine learning y necesitaban de una
metodologia, que les permitiera agilizar dichos proyectos y conseguir llevar mas
de ellos a produccion.

Los objetivos de este trabajo son los siguientes:

11
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12

. Analisis del problema. Es necesario estudiar el caso de aplicacion de las

metodologias MLOps para para C.R.I.D.A.

. Analisis de las diferentes plataformas MLOps actualmente utilizadas. Debi-

do a haber muchas herramientas actualmente para la gestion de proyectos
MLOps es necesario realizar un estudio sobre ellas para elegir la mejor para
la situacion presentada.

Diseno de arquitectura, despliegue y configuracion de la plataforma acorde
a la metodologia definida. Estrategia de backup y redundancia. Una vez
seleccionada la herramienta es necesario construir una arquitectura para
su correcto funcionamiento.

. Definiciéon de la metodologia a seguir en un desarrollo de ML. Se defini-

ra teniendo en cuanta la metodologia MLOps y la plataforma escogida y
desplegada.

. Resultados: Aplicacion de metodologia a proyecto de ML acorde a su ciclo

de vida. Una vez que se disponga de plataforma y metodologia es necesario
su prueba en un entorno real para comprobar su funcionamiento.

. Conclusiones: Analisis de impacto sobre el desarrollo sostenible. Como ha

funcionado la herramienta y la metodologia disennadas, su impacto en el
mundo real.

. Lineas futuras de mejora: Analisis de deficiencias y futuras mejoras. Te-

niendo en cuenta lo expuesto anteriormente se realizara un analisis de que
podria ser mejorado.



2. Descripcion del problema.

En el desarrollo de proyectos ML en la actualidad solo alrededor de un 10%
[Rob20][Dic19] llegan a poner se en produccion y es debido en parte a la gran
cantidad de deuda técnica oculta que tienen este tipo de proyectos al usar li-
brerias y frameworks de terceros. Una de las soluciones para poner remedio a
este problema es la aplicacion de metodologias de desarrollo software especificas
para ML.

Para la utilizacion de metodologias MLOps nos debemos centrar en dos puntos
principales. El primero es el registro de todos los procesos de entrenamiento
de modelos, junto con todos los parametros e informacion necesaria para dicho
entrenamiento. El objetivo es favorecer el seguimiento y replicabilidad de los
distintos entrenamientos realizados y escoger el modelo que mejores resultados
obtenga. Por otro lado, el segundo punto se centra en establecer una metodologia
especifica de desarrollo de modelos mediante la utilizacion de pipelines de CI/CD
junto con una monitorizacion y gestion del ciclo de vida de los modelos. La
aplicacion de MLOps puede aumentar en un 30 % el valor del proyecto. [Com19].

Adaptar estas tecnologias tiene como retos tanto en su implementacion como en
su curva de aprendizaje [Ser22b].

= Gestion de proyectos:

No solo hay que gestionar un equipo de desarrollo, si no un equipo multidis-
ciplinar que contiene perfiles tan dispares como desarrolladores, cientificos
de datos, expertos en el campo a tratar, personal no técnico (gestion). . .

= Comunicacion y colaboracion:

Adoptar un modelo de comunicaciéon como el propuesto en la metodologia
DevOps.

= Todo es codigo:

* Se han de usar datos reales, los mismos que se usaran posteriormente
en produccion, para desarrollar los experimentos, las dependencias,
reentrenamiento de modelos y métricas.

¢ Los modelos tienen ciclos de vida distintos a los servicios en los que se
implementan.

* El sistema entero ha de ser reproducible mediante el cédigo usado y
sus artefactos. Todo queda definido como cdédigo, la infraestructura
(IaC), configuracion (CaC), los pipeline (PaC) para asegurar las estruc-
turas CI/CD. El desarrollo se realiza en pipelines de ML y se puede

13
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incluir pipelines de CI/CD para proveer de una mayor automatizacion.
Hay que generar politicas que permitan al pipeline reducir la produc-
cion de resultados basados en datos poco fiables.

s Monitorizacion:

* Las fases de feature engineering y entrenamiento de modelos necesitan
recoger todas las métricas y los experimentos. El tuning, ajuste preciso
de los algoritmos, requiere la manipulacion de los datos, hiperparame-
tros y capturarlo sistematicamente. Tener un registro de todos estos
datos permite tener una reproducibilidad mayor.

¢ Es necesario que los modelos puedan ser monitorizados a través de un
interfaz para poder analizar su rendimiento.

Beneficios de la MLOps

Conseguir desarrollar un sistema que cumpla lo anterior aporta lo siguiente a la
organizacion:

= Productividad.
Repetibilidad.
Fiabilidad.
Auditabilidad.

Calidad de los datos y de los modelos.

En este caso se esta desarrollando para la empresa C.R.I.D.A. AIE., una agru-
pacion de interés economico sin animo de lucro establecida por ENAIRE, la Uni-
versidad Politécnica de Madrid (UPM) e Ingenieria y Economia del Transporte,
S.A. (INECO) [CRI23].

Se trata de una empresa de investigacion en el ambito de la gestion de trafico
aéreo. Ya tiene experiencia con la utilizacion de modelos de ML en diferentes
proyectos. Actualmente ha tenido dificultades para realizar una monitorizacion
y un mantenimiento de los modelos. También a la hora de agilizar desarrollos de
nuevos proyecto ML y en la reutilizacion de informacion de otros proyectos ML.
Estos problemas se han visto acrecentados por el comienzo de numerosos pro-
yectos que requieren la colaboracion de equipos multidisciplinares en proyectos
ML para los cuales se necesita una formaciéon muy especifica.
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3. Analisis de las diferentes plataformas
MLOps

Existe una gran variedad de herramientas para gestionar el ciclo de vida de pro-
yectos ML siguiendo la metodologia MLOps. Cada una de ellas tiene un provee-
dor distinto, una arquitectura distinta y sigue una arquitectura distinta. Cada
una ofrece distintas ventajas e inconvenientes, que han de ser tenidos en cuenta.

3.1. Plataformas disponibles

3.1.1. Amazon SageMaker

Es una plataforma gestionada en su totalidad por Amazon [Ser22a] como un
servicio SaaS. Con un nivel basico gratuito y a partir de ese punto pago bajo
demanda. Sus principales caracteristicas estan repartidas en modulos ejecu-
tados en distintas maquinas, estando mas limitados cuando mas al principio
del proyecto se encuentre le modulo. Cuenta con un almacén de caracteristicas
y monitorizacion de modelos que permite comparar el nuevo modelo con el ya
existente. El desarrollo puede realizarse desde cuadernos Jupyter, RStudio co-
nectados al servicio o desde la herramienta propietaria, y ser gestionados por la
herramienta para disenar pipelines. Cuenta con capacidad para realizar entre-
namiento distribuido y facilidad para despliegue en dispositivos IoT (Internet of
Things) o Edge computing.

Caracteristicas que afectan directamente a MLOps:
= Ajuste de modelos automatico.

= Piloto automatico: Realiza un estudio automatizado de un dataset, y genera
el mejor modelo posible.

= Wrangler: Se trata de una interfaz grafica que permite la seleccion de datos
e ingenieria de caracteristicas. En la metodologia MLOps corresponde con
el pipeline de preparacion de datos. Esta conectado con Autopilot para la
gestion poder lanzar entrenamientos directamente una vez se complete la
seleccion de los datos.

= Depurator: Es un gestor de alertas y debugger que revisa el buen funcio-
namiento de los entrenamientos y de los modelos en produccion. Permite
la creacion y gestion de alarmas y soluciones a medida.
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Caracteristicas que no afectan directamente a MLOps:

= Canvas: GUI para mostrar los datos al cliente final los resultados sin nece-
sidad de grandes conocimientos de tecnologia.

» Clarify: Aumenta la compresion de los datos y de los modelos. Detecta ses-
gos en los modelos generados. Hace esto mediante la generacion de infor-
mes sobre los modelos producidos.

= Ground Truth: Identifica datos sin procesar como imagenes, texto y videos.
Ademas, permite generara datos sintéticos.

= JumpStart: Accede a repositorios de modelos para acelerar el desarrollo y
evitar realizar modelos ya existentes.

= Ecosistema completo de desarrollo con una aproximacion zero-code.
= Disenada agilizar el principio de los desarrollos.

= Acceso global gestionado por AWS

= Nivel 2 MLOps.

Contras:

= Es un servicio de pago, y al ser bajo demanda es dificil realizar un presu-
puesto, puesto que depende del uso que puede fluctuar.

= Es recomendable usar el sistema con todos sus componentes.

= Curva aprendizaje alta debido a la complejidad del entorno.

3.1.2. Azure Machine Learning

Ofrece un servicio [Mic22] desde el inicio hasta el final del ciclo de vida de los
modelos y todas sus herramientas estas enfocadas en una parte de este proceso.
Esta disenado para el uso con exclusivo de Python con librerias y frameworks
de ML. Permite el despliegue de modelos dentro de contenedores, despliegue
en nubes hibridas, parte en la nube de Azure u otra in-premise (dentro de los
servidores de la propia empresa). Guarda los modelos en un registro de modelos.
Optimiza modelos con ONNX (Open Neural Network Exchange) un proyecto de
codigo abierto con el que colabora Microsoft. Ofrece también monetizacion de
modelos ya en produccion, deriva de los datos y analisis de errores.

Caracteristicas que afectan directamente a MLOps:

= AutoML. Entrenamiento automatico de multiples modelos, con multiples
configuraciones para obtener de manera rapida un conjunto de modelos
sobre los que poder partir.
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= Canalizaciones y CI/CD. Herramienta para el disefio de los pipelines de
CI/CD, estan basados en las herramientas ofrecidas en los repositorios
GitHub para realizar las mismas funciones.

= Repositorio de modelos. Almacén centralizado de los modelos generados,
permite compartir modelos y realizar un seguimiento de ellos.

» Etiquetado y preparacion de datos. Permite la automatizacion de tareas
repetitivas de etiquetado de datos. Para la preparacion de datos esta dis-
ponible el uso de Apache Spark y de Azure Synapse Analytics, la ETL de
Azure.

= Supervision y analisis de datos, modelos y recursos..
= Se controla la cantidad de desfase de datos que sufren los datos.

= Analisis de errores ocurridos en los modelos una vez en produccion, per-
mite su depuracion.

= Auditoria de los artefactos generados durante el aprendizaje automatico.

Caracteristicas que no afectan directamente a MLOps:

» Imagenes precompiladas en contenedores para la el uso de macros y libre-
rias.

» Posibilidad de desarrollo con notebooks, CLI (Comand Line Interface), scripts
o herramientas graficas.

= Optimizar modelos a través de ONNX.

Pros:
= MLOps nivel 2.
= Aproximacion zero-code.

= Acceso global mediante Azure y soluciones in-premise.

Contras:

= Es un servicio de pago, y al ser bajo demanda es dificil realizar un presu-
puesto, puesto que depende del uso que puede fluctuar.

= Es recomendable usar el sistema con todos sus componentes.

= Curva aprendizaje alta debido a la complejidad del entorno.

3.1.3. Miflow

Mlflow [mdcD22][dtD22c] es una plataforma de codigo abierto enfocada a la re-
solucion de la problematica MLOps. Se instala como libreria de Python, por lo
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que se puede usar en cualquier maquina con una version de Python superior a
la 3.8, cuenta con APIs para Python, java y R, y una API REST para lenguajes
no soportados de manera nativa. Dentro de su soporte a Python tiene soporte

para

libreas de ML bastante usadas como Scikit-learn, Keras, Gluon, XGBoost,

LightGBM, Statsmodels, Spark, Fastai y Pytorch.Tiene cuatro moédulos: Trac-

king,

Pros:

18

projects, Models y Model Registry.

Tracking[dtD22e]: Permite el almacenamiento de versiones de codigo (iden-
tificador del commit en Git), tiempos de ejecucion, fuente (codigo fuente),
parametros, métricas y artefactos (cualquier tipo de fichero producido por
el entrenamiento o ejecucion de los modelos). Todos estos datos, a excep-
cion de los artefactos, pueden ser almacenados en bases de datos o siste-
mas de ficheros, los artefactos solo en sistemas de ficheros. Para las libre-
rias de Python mostradas con anterioridad es posible realizar una captura
automatica. Mlflow organiza se organiza en runs (ejecuciones), cada ejecu-
cion individual que quede registrada y experimentos, conjuntos de experi-
mentos bajo el mismo nombre de grupos definidos por el usuario.

Prgjects[dtD22d]: Codigo empaquetado de una manera reusable y reprodu-
cible, también se incluye una API y un CLI para hacer posible introducir
estos proyectos en el flujo de trabajo. Cada proyecto es un directorio o repo-
sitorio Git que contenga el codigo que se quiera ejecutar. Son llamados me-
diante entrypoints. Las dependencias pueden ser capturadas en entornos
virtuales, Conda o Docker. Son definidos en un archivo YAML con el nombre
MLproject. (https://mlflow.org/docs/latest/projects.html#mlproject-file).

Models[dtD22b]: Formato estandar de empaquetamiento de modelos. Cada
modelo es un directorio. Se permite distintos tipos de modelo. Cada modelo
queda descrito en un archivo YAML con el nombre MLmodel. Mlflow es
capaz de servir los modelos que tiene registrados. En el caso de que los
modelos necesiten alguna dependencia mas, automaticamente se anade al
modelo sus dependencias. Para el uso de los modelos es necesario definir
mediante metadatos los esquemas de entrada y salida de estos.

Model registry[dtD22a]: Es el componente que centraliza los modelos guar-
dados, las APIs y Uls para poder colaborar en la gestion del ciclo de vida de
los modelos. Los modelos son creados al ejecutar un run dentro de un expe-
rimento. Los modelos se pueden registrar, esto hace que tenga un nombre
unico, versiones, estados de transicion asociados, trazabilidad entre otros
metadatos. Un modelo puede encontrase en varios estados como Staging,
produccion y archivado. Es la herramienta para la gestion de ciclo de vi-
da del modelo, se puede gestionar desde la API o desde una interfaz de
usuario.

Flexibilidad en el desarrollo, se puede desarrollar con cualquier lenguaje y
no es necesario que el lenguaje este soportado. Dentro de los soportados
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hay funcionalidades bastante utiles como el Autolog para un desarrollo
mas comodo.

» Incluye funcionalidades para poder realizar pipelines de ML y CI/CD.
= Codigo libre, gratuito, soportado por una comunidad activa.

= Incluido como solucion MLOps por algunas soluciones para desarrollo ML
de codigo cerrado.

Contras:

= La herramienta esta centrada en ser el servidor para alcanzar el nivel O de
MLOps, pero ofrece herramientas para poder incrementar el nivel, alterna-
tivamente se pueden usar herramientas externas para lograr esto.

= No provee ninguna manera de saber la precision de un algoritmo ya en
produccion.

= Anterior a la version 2.3.0 no hay autentificacion de usuarios [CD23].

3.1.4. Databricks

Databricks [Dat23] es una plataforma para gestion de data warehouse y data
lakes que se ofrece como PaaS, que puede ser desplegado en Azure, Google
Cloud o AWS. Se basa en el uso de proyectos de codigo libre con los cuales
contribuye. Mlflow es su herramienta para la gestion de MLOps, del que ademas
es su principal contribuyente.

Anade una capa de automatizacion por encima de Mlflows, para su gestion au-
tomatica, guarda todos los experimentos, artefactos y parametros. Gestiona el
ciclo de vida de los modelos. Anade las siguientes funcionalidades a Mlflow:

Caracteristicas que afectan directamente a MLOps:

= Almacenamiento de caracteristicas para su correcta reutilizacion en entre-
namientos y servicios de modelos.

= AutoML, realiza un estudio para generar el mejor modelo posible y el codigo
para conseguirlo para poder se refinado posteriormente.

= Mlflow autogestionado, para poder pasar modelos entre fases del ciclo de
vida con facilidad.

= Servicio de modelos.

= Monitorizacion de modelos, proporciona métricas en tiempo real del fun-
cionamiento de los modelos para poder reentrenar de nuevo los modelos y
saber cuando retirar modelos.

= Repositorios para permitir CI/CD automatizada.
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Caracteristicas que afectan directamente a MLOps:
= Notebooks colaborativos.

= Acceso a cluster para el entrenamiento ya preconfigurados y optimizados
para la utilizacion de frameworks de ML.

Pros:
= MLOps nivel 2.
= PaaS gestionado por una nube empresarial.

= Permite despliegue en varias nubes.

Contras:

= Es un servicio de pago, y al ser bajo demanda es dificil realizar un presu-
puesto, puesto que depende del uso que puede fluctuar.

= Esta disenado para usar el ecosistema completo.

3.1.5. Domino

Domino [Lab22] es una plataforma para el desarrollo de ML. Es un PaaS/SaaS
de pago con precio personalizado. Es independiente de la nube usada y permi-
te gestion in-premise (en los servidores de la propia empresa), ademas, permite
intercomunicacion entre nubes. Tiene tres modulos principales: registro del sis-
tema, factoria de modelos integrada y portal de autoservicio de infraestructuras.
Utiliza Mlflow como base para la recogida de experimentos y artefactos.

= Registro del sistema: Mantiene un control de versiones del codigo, los datos
las herramientas y los paquetes. Incorpora objetivos, integrado con Git y
Jira, a la vista de los modelos para poder realizar un seguimiento efectivo.

= Factoria de modelos integrada: Manejo sencillo del ciclo de vida de los ser-
vicios. Pueden ser desplegados a distintas arquitecturas como APIs esca-
lables, apps, AWS Sagemaker, Docker images para generar pipelines de
CI/CD. Revisa la salud de los modelos y la deriva de estos con el tiempo.

= Portal de autoservicio de infraestructuras: Gestion de las herramientas ne-
cesarias para la creacion y despliegue de modelos. Permite la seleccion de
distintos cluster de ordenadores para el entrenamiento y de distintos entor-
nos de desarrollo. El acceso a los datos se realiza desde un entorno seguro.

Pros:

= MLOps nivel 2.
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= Posibilidad de uso de varias nubes incluyendo los servidores de la propia
empresa, lo que reduce la dependencia de un solo proveedor de este tipo de
servicios. Se puede desplegar en cualquier nube.

Contras:
= Servicio de pago.

= Sus ventajas son bastante similares a las ofrecidas por Mlflow.

3.1.6. Vertex Al (Google Cloud)

Machine learning workflow

Data preparation

Model monitoring Model training
Model deployment Model evaluation
and serving and iteration

Figura 3.1.: Ciclo de vida Vertex Al [Clo21a]

En la figura 3.1. se muestra el ciclo de vida propuesto por la herramienta Vertex
Al
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Vertex es la herramienta MLOps dentro del ecosistema de Google [Clo21a]. Esta
disenada para su uso en combinacion con el resto del ecosistema de Google
para ML. Utiliza Auto-ML, para generar de manera automatico modelos para
encontrar el mejor y ajustarlo con posterioridad. Gestiona el ciclo de vida con
pipelines automatizados. Contiene modelos preentrenados para ciertas ramas.
Su aproximacion es a través de un flujo circular de trabajo como se muestra en la
anterior figura, preparacion de los datos, entrenamiento del modelo, evaluacion
del modelo, servicio del modelo y monitorizacion del modelo. Se organiza las a
realizar automaticamente desde Vertex Al Pipelines, las métricas, parametros y
artefactos son almacenados en metadatos y tratados por Vertex ML Metadata.
La gestion de modelos versiones se realiza desde Vertex Al Model Registry, de los
atributos desde Vertex Al Feature Store y puede ser monitorizado desde Vertex
Al Model Monitoring. Tiene las siguientes caracteristicas:

Caracteristicas que afectan directamente a MLOps:

= Vertex Al Workbench. Herramienta para el entrenamiento de los modelos,
se permite el uso de notebooks, scripts o CLI (Command Line Interface).

= Vertex Al Feature Store. Permite el almacenamiento de features de manera
reusable entre proyectos para evitar trabajo duplicado y previene la apari-
cion de deriva de los datos.

= Vertex Al Model Monitoring. Alerta automaticamente de la deriva de os da-
tos u otros fallos en los modelos ya puestos en produccion.

= Vertex Al Pipelines. Construccion de pipelines de ML y CI/CD necesarios
para los niveles 1 y 2 de MLOps. Usa TensorFlow extended o KubeFlow.

= Vertex ML Metadata. Facilitas las tareas de auditabilidad y gestion de pro-
yectos a través de los metadatos que definen todos los componentes usa-
dos.

= AutoML. Entrenamiento automatico de multiples modelos, con multiples
configuraciones para obtener de manera rapida un conjunto de modelos
sobre los que poder partir.

Caracteristicas que afectan directamente a MLOps:
= Vertex Explainable Al
s Vertex Al Training. Herramienta para el entrenamiento de modelos.
= Vertex Al Vizier. Optimizador de modelos

= Vertex Al Data Labeling

Pros:

= MLOps nivel 2.
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= Muy enfocado en el ciclo de vida, influenciado por su articulo sobre el mo-
tivo de los fallos en ML.

= Disponible en cualquier lugar, totalmente gestionado desde la nube.

Contras:
= Servicios de pago por uso, cada uno por separado

= Es necesario el conjunto de herramientas.

3.1.7. KubeFlow

Es una herramienta [GC22] de codigo abierto para la gestion de proyectos de
ML a través de Kubernetes [Com23], una plataforma para la gestion de conte-
nedores distribuidos de manera centralizada. Kubeflow y Kubernetes han sido
desarrolladas por Google. Permite tener total control sobre como gestionar cada
paso del ciclo de vida: preparacion de datos, entrenamiento de modelos, servicio
de modelos y gestion del servicio. Se organiza en los siguientes componentes:

Caracteristicas que afectan directamente a MLOps:

= Central Dashboard: gestiona la herramienta, desde aqui se puede gestionar
las modelos, experimentos (tanto AutoML, como KubeFlow pipelines), pipe-
lines, runs, artefactos, ejecuciones y manejo de contribuciones. Se pueden
anadir aplicaciones personalizadas a través de Kubernetes.

= Kubeflow pipelines: gestiona el diseno de los flujos de trabajo, los flujos son
scripts de Python o componentes en contenedores. Son definidos mediante
archivos YAML.

s Katib: herramienta AutoML

Caracteristicas que no afectan directamente a MLOps:

» Training Operators: componente encargado de los entrenamientos tiene so-
porte nativo para las siguientes librerias: TensorFlow, PaddlePaddle, Py-
Torch, MXNET, XGBoost y MPI.

= Kubeflow notebooks: es la herramienta para el desarrollo dentro de Kube-
flow, permite la inclusion de recursos propios a través de Kubernetes.

Pros:
= Codigo libre.
= Centrado en la automatizacion de los pipelines de ML y CI/CD.

s Basado en Kubernetes.
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Contras:

= Necesita de un equipo de desarrollo que conozca el funcionamiento de con-
tenedores y Kubernetes.

= Provee de las herramientas necesarias para usarlo en cualquier nivel MLOps
pero no lo ofrece en su base.

3.1.8. H20 MLOps

Es la plataforma para el tratamiento de la problematica MLOps de H20.ai [H2022].
Dentro de las soluciones que provee H20.ai esta es de pago, se puede desplegar
en la nube o en una nube hibrida. Consiste en cuatro modulos.

= Model Management: Muestra los resultados de todos los experimentos rea-
lizados y almacenados en la herramienta. Pueden ser comparados en una
tabla clasificatoria, mediante sus métricas y distintos metadatos recogidos.

= Model Deployment: Permite el despliegue de modelos a través de un API
REST. Pueden ser desplegados de las siguientes maneras: Modelo unico;
A/B test, parte de los datos son desviados para testear el modelo B; o
campeon contra contendiente, se comprueba si el modelo activo es el mejor
en un momento dato.

= Model Governance: Maneja los datos, artefactos, experimentos, modelos,
despliegues y aporta trazabilidad. Permite gestionara el ciclo de vida de
todos los modelos, otorga los permisos a cada usuario o grupo determinado
que pueden hacer.

= Model Monitoring: Monitoriza los modelos ya puestos en produccion para
comprobar su deriva, precision y anomalias en tiempo real. Permite confi-
gurara alertas con las métricas de los modelos.

Pros:

= Aunque la herramienta es de pago gran parte de su ecosistema es codigo
abierto.

= Permite despliegue en varias nubes o incluso la nube hibrida.

» Permite definir los roles de cada usuario.

Contras

= Es un servicio de pago.
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3.2. Seleccion de plataforma
Codigo N
Plataforma abierto/ce- Nivel MLOps Locahzac.:lon Cur\{a )
rrado de despligue aprendizaje
S:rgEI?;;;er Cerrado 2 Nube Pronunciada
Azure
Machine Cerrado 2 Nl;:;/i;’: Pronunciada
Learning p
0
(Compatible
con In
Miflow Abierto cualquier . Baja
herramienta premise/Nube
para subir el
nivel)
Cerrado, au-
Databricks to(rir;al‘\[gfzil(c):‘l;n 2 Nube Media
(abierto)
Cerrado, au-
Domino tomatizacion 9 Nube/In- Media
de Mlflow premise
(abierto)
Vertex Al Cerrado 2 Nube Pronunciada
0
(Compatible
con In
KubeFlow Abierto cualquier } Pronunciada
herramienta premise/Nube
para subir el
nivel)
Nube/nube )
H20 MLOps Cerrado 2 hibrida Media

Cuadro 3.2.: Seleccion herramienta

Este proyecto no cuenta con presupuesto ninguno, ni para comprar licencias
software ni para usar sistemas de pago por demanda. Las dos plataformas que
quedan permiten la gestion de MLOps nivel O, Mlflow y Kubeflow. Ambos proveen
un software de codigo abierto altamente configurable, que puede ser desplega-
do en cualquier lugar, nivel MLOps O, es decir solo el almacén centralizado de
modelos, artefactos, métricas y parametros.

Mlflow provee un sistema flexible, se puede usar con cualquier lenguaje o libre-
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ria, provee la base la gestion en distintos de métricas, parametros y artefactos;
es necesario realizar la arquitectura necesaria para guardar todos los datos ge-
nerados. Su curva de aprendizaje es baja, solo es necesario aprender el uso
de una libreria Python, solo se ha de anadir un conjunto pequeno de lineas al
codigo original.

Por el contrario, Kubeflow también es flexible, todo se hace a través de contene-

dores, pero es necesario tener conocimientos sobre contenedores y Kubernetes.

Se ha seleccionado Mlflow debido a su flexibilidad, facilidad para aprender a
usarlo y de uso general. Provee una documentacion extensa sobre su uso, so-
porte a las librerias de ML mas usadas, dando soporte en nativo a Python, java
y R, y por medio de API al resto de lenguajes.
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4. Diseino, despliegue y configuracion de la
plataforma.

4.1. Requisitos

Para conseguir implementar la herramienta Mlflow seleccionada es necesario
disefniar una arquitectura que cumpla lo siguiente:

» Servidor Mlflow.

= Repositorio para guardar los artefactos necesarios para el entrenamiento y
los generados por los modelos.

= Base de datos para almacenar métricas e hiperparametros y la gestion de
la localizacion de los artefactos.

4.2. Tecnologias usadas

4.2.1. Docker

Docker es una tecnologia para la creacion de contenedores. En comparacion con
las maquinas virtuales (VM) tradicionales la virtualizacion se produce a nivel de
sistema operativo en vez a través de un hipervisor, esto quiere decir que son
mas ligeros y eficientes que las VMs. Elimina las dependencias con las librerias
del sistema operativo. Su uso esta muy extendido en la aplicacion de DevOps
porque unifica el entorno de trabajo para poder mantener preproduccion y pro-
duccion. Docker es el gestor de contenedores mas utilizado y extiendo, ademas
es codigo abierto y cuenta con una comunidad bastante activa. Cuando se usa
para desplegar multiples servicios, como es el caso se usa una arquitectura de
microservicios, cada modulo de un proyecto se ejecuta desde un contenedor dis-
tinto.

Herramientas Docker usadas:

= Docker networking - Published ports [Doc22b]: Permite la gestion y vincu-
lacion de los puertos virtuales de cada contenedor con los de la maquina
real.

= Docker storage - Volumes/Bind mounts [Doc22c| [Doc23]: Permiten alma-
cenamiento persistente en los contenedores. Montan parte del sistema de
archivos real, manejado por Docker o por el sistema operativo respectiva-
mente, en parte de sistema de archivos virtual del contenedor.
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= Docker compose [Doc22a]: Docker compose es la funcionalidad que se pro-
porciona de manera nativa para poder gestionar el despliegue de multiples
contenedores simultaneamente. Permite recoger todas las opciones que se
le darian al comando docker run para una mayor replicabilidad y facilidad
en su uso. Aqui se pueden definir los volumenes a usar, puertos, opcio-
nes de relanzado, variables de entorno pasadas para configurar el sistema,
dependencias en el orden de arranque. . .

4.2.2. HDFS

Hadoop Distributed File System [The21] es un sistema de ficheros totalmente
distribuido de codigo abierto, basado en los articulo de Google sobre su sistema
de ficheros (GFS) [GGLO3] y MapReduce [DGO4].

HDFS es un sistema de ficheros disenado para funcionar en sistemas con po-
cos recursos, de manera tolerante a fallos, optimizado para el acceso a ficheros
grandes, siguiendo el estandar POSIX. Sus objetivos son los siguientes:

= Recuperacion rapida de errores hardware.

» Sistema enfocado al flujo de datos. Se prefiere una gran cantidad de datos
transferidos a una baja latencia.

= Preparacion para grandes ficheros.

= Modelo simple de coherencia, write-once-read-multiple. Solo se permite la
escritura una sola vez para evitar bloqueos, un fichero solo se puede am-
pliar o borrar.

= “Mover la computacion es mas barato que mover datos”. Es preferible hacer
que el codigo se ejecute desde otra maquina que mover cantidades ingentes
de data para realizar calculos.

s Portabilidad.

4.2.3. NFS

NFS [Cos22] (Network FileSystem) es un protocolo para la distribucion de siste-
mas de ficheros desarrollado por SUN. Esta disefiado para su uso en entornos
heterogéneos. El concepto que sigue es montar una rama del sistema de fiche-
ros de otra maquina en su propio sistema ficheros local. Para conseguir esto
el i-nodo local apunta al i-nodo remoto (r-nodo) que se quiera compartir. Los
ficheros se almacenan en el servidor NFS.

4.2.4. SMB

SMB (Server Message Block) es un protocolo para compartir archivos en red.
Para sistemas Windows es el protocolo estandar que proporciona este servicio.
Se usa como sustituto de NFS en ordenadores Windows. El sistema de ficheros
importado se muestra como un volumen.
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4.2.5. Entornos virtuales

En Python por defecto los paquetes se instalan en un repositorio comun para to-
do el sistema. Esto puede causar problemas con la compatibilidad de librerias,
pues distintos proyectos pueden necesitar de distintas versiones. La funcion de
los entornos virtuales es encapsular las dependencias de manera local al pro-
yecto. Otra de sus ventajas la capacidad de replicacion de los entornos de desa-
rrollo, proveen de una manera de encapsular las dependencias de las librerias
usadas. Las dos implementaciones mas comunes son la libreria venv [Fou22]y
los entornos de Conda [Ana21].

Se suelen usar junto con contenedores para gestionar las dependencias tanto
del sistema operativo (contenedores), como de las librerias usadas (entornos
virtuales).

4.3. Diseno arquitectura

4.3.1. Metodologia

La arquitectura se ha disenado y probado con una aproximacion bottom-up. Se
ha ido anadiendo incrementalmente distintos elementos al sistema empezando
por la base y construyendo desde ahi.

4.3.2. Miflow

Mlflow es una libreria de Python con bastantes dependencias de versiones espe-
cificas de paquetes comunes en Python, por lo tanto, para su gestiéon es nece-
sario el uso de entornos virtuales para evitar conflictos entre paquetes. Mlflow
no cuenta con dos paquetes separados para realizar la funcion de cliente y de
servidor por la gran cantidad de formas de las que puede ser desplegado. Esto
significa que el cliente tiene toda la funcionalidad del servidor y por lo tanto en
algunos casos realiza acciones normalmente realizadas por el servidor.

Para garantizar independencia del sistema operativo y realizar una arquitectura
replicable se usa Docker. Para poder usar los entornos virtuales que se usaran
para la gestion de dependencias es necesario que se encuentren activas, es de-
cir que se use la instancia de Python con las librerias adecuadas y disenada
para el proyecto. Los contenedores Docker utilizan por defecto el superusuario,
por lo tanto, es recomendable usar un usuario no con los permisos minimos y
necesarios para gestionar el contenedor.

Mlflow se despliega como servicio web, por lo tanto, es necesario indicarle cual
va a ser su puerto y a que maquinas puede servir. Se quiere servir a todas las
maquinas que tengan acceso a este servidor (0.0.0.0), a través del puerto 80
(Estandar para servicios http). Los contenedores despliegan sus servicios sobre
un puerto solo visible desde el interior del contenedor, Docker proporciona una
manera de vincular puertos reales y virtuales. Por lo tanto, el comando basico
para el despliegue es el siguiente: miflow server -h 0.0.0.0 -p 80.
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4.3.3. Registro de experimentos, métricas e hiperparametros

Mlflow usa puede usar un sistema de ficheros o una base de datos para almace-
nar experimentos, métricas e hiperparametros. Una base de datos proporciona
cualidades para el mantenimiento de datos en un entorno concurrente mejor
que un sistema de ficheros datos que un sistema de ficheros.

Dentro de las bases de datos Mlflow, a través de la libreria SQLAlchemy, permite
realizar conexiones con las siguientes: MySQL, MariaDB, Oracle, MSSQL (Micro-
soft SQL), SQLite y PostgreSQL. De estas se pueden descartar las siguientes por
ser de pago Oracle y MSSQL. SQLite es una base de datos que almacena toda
su informacioén en un unico fichero y su principal objetivo es tener un cédigo
que ocupe muy poco en el almacenamiento y muy eficiente en su ejecucion; a
costa de funcionalidades mas avanzadas. Como se trata de un sistema que haya
de ejecutar con pocos recursos de almacenamiento o de procesamiento no es
recomendable su uso. De los gestores de bases de datos restantes MariaDB es
el proyecto de codigo libre de que se creo tras la compra de Oracle a MySQL, an-
tiguo proyecto de codigo libre y PostgreSQL, o Postgres, es un proyecto iniciado
en la Universidad de Berkeley. Las tres tienen propiedades ACID (Atomic, Con-
sistency, Isolation, Durability), estan entre las mas usadas segun DB-Engines
[DE23]. Por lo tanto, cualquiera de las tres es una buena opcion para usarla
como base de datos, y se ha escogido Postgres.

Los contenedores no tienen almacenamiento persistente de datos, por lo que es
necesario anadir un volumen para poder recuperar la informacion ya guardada
en el caso que se pare o caiga el contenedor. Para las bases de datos dockeriza-
das es el componente mas importante anadir. La conexion a una base de datos
se realiza sobre un puerto que también hay que asignar para poder realizar co-
nexiones desde el exterior del contenedor y vincularlo con un puerto real de la
maquina para permitir el acceso desde el exterior de la maquina.

4.3.4. Registro de artefactos

En Mlflow todo aquello que se genere durante el entrenamiento y construccion
del modelo y no pueda ser almacenado en una base de datos, se almacena en un
sistema de ficheros, que puede o no ser distribuidos. Mlflow puede almacenar
informacion en los siguientes sistemas o a través de los siguientes protocolos:
Amazon S3, Azure Blob Storage, Google Cloud Storage, FTP/SFTP, NFS, HDFS
y sistema de ficheros local. Amazon S3, Azure Blob y Google Cloud Storage son
sistemas de ficheros almacenados en las nubes de cada una de las empresas
y son servicios de pago. Mlflow configurado de esta manera permite al cliente
transmitir los archivos de manera directa a la ruta especificada por el servidor,
pero lo realiza usando el propio usuario del cliente y con un grupo desconocido
por lo que el servidor es incapaz de acceder a estos. Usar el sistema local de
ficheros no es posible para una arquitectura distribuida. NFS permite al cliente
guardar los artefactos como si el repositorio de artefactos fuera local a su ma-
quina cuando esta en otra localizacion, por el contra es necesario que cliente
y servidor tengan la misma localizacion para el repositorio, solo se define una
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localizacion de este al lanzar el servidor a través del comando. Para sistemas
Window, que no permiten el uso del protocolo NFS es necesario el uso de SMB,
que monta los sistemas de ficheros como volumen y que posteriormente hay que
sincronizar con la carpeta que se quiere usar. HDFS es la mejor por su resisten-
cia a fallos y su disefio totalmente distribuido para este tipo de arquitecturas,
ademas de su facilidad para el tratamiento de datos de manera distribuida con
MapReduce.

Por todo lo anterior se opto inicialmente por HDFS por tener mejores caracteris-
ticas para un sistema estable y a prueba de fallos. Debido a problemas al realizar
el montaje del servidor HDFS y su uso junto a Mlflow ha sido necesario utilizar
NFS/SMB.

4.4. Implementacion arquitectura

Para realizar la arquitectura se ha usado un conjunto de Dockerfiles orquesta-
dos por un Docker compose, disponibles en el anexo de la memoria. Ademas, se
ha realizado un manual de instalacion, en el que queda documentado el proceso
a seguir, que también se encuentra en el anexo.

El primer paso necesario para el despliegue de la arquitectura es la instalacion
de Docker, Docker compose y Docker engine. Para comodidad posteriormente se
puede anadir el usuario que ejecute esto a Docker.

44.1. Miflow

Se parte del contenedor base de Ubuntu su version 22.04, la version estable
publicada el anno pasado. Los contenedores solo ofrecen la funcionales minimas
e indispensables para su funcionamiento, por lo que es necesario instalar toda
libreria que se vaya a necesitar. En este caso se va a necesitar python, wget y
libpg-dev (dependencias para usar Postgres).

Como se ha comentado con anterioridad, para poder usar los entornos virtuales
es necesario que estén activos. Para conseguir esto con contenedores es nece-
sario realizar una configuraciéon previa del terminal a usar, puesto que cada
ejecucion realizada dentro del Dockerfile, la sentencia RUN, ademas deben ser
activados automaticamente para realizar cualquier ejecucion posterior. Por co-
modidad se usara un terminal bash, en vez del sh estandar para los contenedo-
res. Como argumentos se usara —login para forzar la ejecucion de los archivos
.bashrc y .profile, en los que se encuentra la informaciéon necesaria para poder
activar los entornos. Por seguridad se debe usar un usuario sin los privilegios
de super-usario. Este usuario solo tendra los permisos minimos y necesarios
para las ejecuciones que debe realizar, Este usuario no tendra una contrasena
definida.

Los fichero entrypoint.sh y .bashrc han sido definidos previamente en la ma-
quina real. Son copiados en el interior del contenedor y el fichero entrypoint.sh
convertido en ejecutable.
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A partir de este momento se activa el usuario para realizar el resto del mon-
taje. Aunque se pueda usar Conda o venv para la gestion de paquetes, es mas
sencillo el uso de Conda en combinacion con los contenedores. Se descarga Mi-
niconda. Para poder usar Conda sin tener que la ruta completa se anade a la
variable PATH. Se modifica el archivo .profile para poder activar entorno Conda,
es necesario inicializarlo para Conda.

Se actualizan los repositorios Conda y crea el entono necesario para la ejecucion.
Como todos los RUN se ejecutan distintas instancias del terminal, es necesario
que las librerias se instalen en una misma ejecucion. Se actuliza pip a su ul-
tima version, se instala mlflow, psycopg2-binary (dependencias de Postgres en
Python) y la libreria para la gestion de HDFS desde Python.

Para la gestion los accesos al contenedor se usa el fichero entrypoint.sh. En este
fichero hay dos instrucciones, la primera hace que la ejecucion termine en el
caso de encontrase un error; la segunda activa el entorno de conda y ejecuta
todo lo que se pase como argumentos a este script.

4.4.2. Postgres

Para desplegar una base de datos Postgres en Docker solo es necesario importar
la imagen base oficial.

4.4.3. HDFS

Para el despliegue de un servidor HDFS se han probado dos imagenes: la pri-
mera pravega/hdfs [Pral9a] bajo licencia MIT y su codigo esta almacenado en
el repositorio [Pral9b]; y la segunda la oficial apache/hadoop [Had21] con su
codigo almacenado en €l repositorio [Had23] bajo licencia Apache.

Se comenzo6 probando la primera de las dos imagenes, esta despliega un con-
tenedor con HDFS disponible, pero el sistema no tiene una raiz del sistema
de archivos HDFS ni una ruta donde se almacena definidas. Para definir estos
dos atributos es necesario modificar el archivo que describe el servidor: hdfs-
site.xml. Se ha de anadir una propiedad dfs.datanode.data.dir para definir la
localizacion del nodo de datos de datos dentro del sistema local de archivos, pa-
ra que pueda ser almacenado en una ruta conocida, para posteriormente poder
anadir un almacenamiento persistente.

Ademas, segun la documentacion de Mlflow es posible la conexion mediante
usuarios definidos en el sistema Unix que soporta HDFS, o mediante un Kerbe-
ros. Para anadir la identificacion a través de usuarios es necesario activarla en el
fichero core-site.xml. Se cambian las propiedades hadoop.proxyuser.hadoop.hosts
y hadoop.proxyuser.hadoop.groups a * para aceptar a todos los usuarios. Ade-
mas de esto se cre6 un directorio en HDFS con duetio y grupo mlflow y permisos
drwxrws__. Esto provoca que tengan acceso el duefo de los ficheros, y cualquie-
ra que comparta el grupo Mlflow, ademas los archivos se guardaran con el grupo
Miflow.
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Con esta configuracion se realizaron varias pruebas de conexion no satisfacto-
rias, se intento probar otra configuracion del sistema con la imagen oficial. Con
esta todo el sistema de ficheros era hdfs lo que no era muy conveniente por tener
que gestionar el acceso a los ficheros de la misma manera, es necesario crear los
ficheros necesarios con un super-usuario y después cambiar el duefo y grupo a
mlflow con los permisos drwxrws__.

Teniendo las dos imagenes disponibles en cuanto a conectividad sin tener en
cuanta Mlflow la imagen pravega/hdfs funciona mejor. Sin embrago el problema
para la conexion no estaba en el contenedor de HDFS, si no en la forma de en la
que se gestiona la conexion desde Mlflow. Aunque en el manual se afirme que la
conexion a través de usuarios UNIX es posible, si se revisa el codigo fuente para
la conexion solo se contempla la conexion mediante un Kerberos intermedio.

44.4. NFS

Debido a los problemas anteriores se ha decidido no usar HDFS en favor de NFS.
Mlflow no tiene una manera para el uso de NFS nativo, se usa la conexién que
se usa para ficheros locales. Como se ha comentado antes Mlflow no tiene dos
paquetes distintos para realizar acciones de cliente y servidor, por lo que es el
propio cliente el que guarda los artefactos, por lo que solo se define una tnica
ruta para la gestion de artefactos. Se a de usar la misma ruta global para ambos
sistemas para que se puedan ver el repositorio.

4.4.5. SBM

NF'S no esta disponible en dispositivos Windows, fuera de las versiones Pro. Por
lo que es necesario encontrar un sustituto, SMB tiene soporte nativo para Win-
dows. SMB solo permite montar el sistema remoto como un volumen del sistema
(D:, F:, Z:...). Por lo tanto, para poder definir la ruta completa es necesario sin-
cronizar las carpetas se usa mklink, que seria €l equivalente al comando In, pero
que permite realizar un enlace entre directorios.

4.4.6. Despliegue conjunto

Para realizar el despliegue de todos los elementos se usara la herramienta com-
pose dentro de Docker.

Miflow

Para el despliegue de este contenedor es necesario que la base de datos Postgres
ya esté levantada, se define que el puerto 80 de la red interna del contenedor
correspondera con el 80 en la red externa. El contenedor sera levantado automa-
ticamente después de cualquier fallo o parada no voluntaria, ademas de cuando
se inicie la maquina real a través del demonio de Docker. Se monta dentro del
contenedor y en la misma ruta que en la maquina real un volumen para permitir
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la comunicacion entre el servidor de Mlflow dentro del contenedor y el servidor
NFS donde se almacenan los artefactos.

En cuanto al comando para lanzar el sistema se utilizara el siguiente: miflow
server -h 0.0.0.0 -p 80 -backend-store-uri $BACKEND —default-artifact-root $AR-
TIFACTS/ artifacts.

Se puede ver que el servidor se despliega para todos los usuarios dentro de
la misma red, a través del puerto 80. Se estan usando un para definir backend-
store-uriy deafault-artifact-root unas variables de entorno, esto es por seguridad,
la primera define la conexién a la base de datos y la segunda al repositorio de
artefactos. Estas variables son almacenadas en el archivo .env. En este archivo
la contrasena de la base de datos se obtiene de la variable de entorno en la
maquina real que la define. Para desplegar el servidor se crea la variable de
entorno, una vez levantado se puede retirar la contrasena de las variables de
entorno de la maquina real.

Postgres

Para el correcto funcionamiento del gestor de bases de datos es necesario definir
mediante el entorno la base de datos que se va a usar, el usuario que se va a
usar, la contrasena siguiendo la misma técnica que antes para que no quede
registrada. Ademas, para poder usar un volumen para el almacenamiento per-
sistente de los datos es necesario modificar el almacenamiento interno dentro
del contenedor a un subdirectorio para evitar el siguiente problema [sta21]. El
volumen se situa sobre la antigua ruta de los datos.

Repositorio de artefactos

Se creara una carpeta compartida en un NAS preexistente para exporatrar

4.5. Estrategia de backup y redundancia

4.5.1. Backup servicios

En el caso de que uno de los contenedores caiga esta configurado para que
vuelva a iniciarse de manera automatica, en el caso que sea la maquina real
la que caiga, el demonio de Docker vuelve a activar el servicio Docker en el
arranque y levantar los contenedores que sea necesarios.

4.5.2. Backup de datos

Por facilidad cuando se disefio propuso el uso de NFS y de SMB, se us6 un NAS
(NAS Synology DSM) con capacidad para compartir archivos en estos dos forma-
tos, dicho sistema NAS esta preparado para tener backups incrementales cada
semana. La base de datos Postgres se opté por montar el volumen de manera
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que estuviera gestionado por el propio sistema de ficheros y se ha planeado un
backup incremental semanal de los datos ahi presentes.

35



Capitulo 4 Diseno, despliegue y configuracion de la plataforma.

4.6. Esquema final de la arquitectura
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Figura 4.1.: Arquitectura externa
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4.6 Esquema final de la arquitectura

En la imagen anterior se puede observar un esquema de red simplificado de
los sistemas interconectados para el despliegue y uso de Mlflow. Se cuenta con
la maquina en la que se despliega Mlflow y Postgres, el NAS con el repositorio
de artefactos y los clientes que se pueden conectar a Mlflow para realizar los
desarrollos que ML.

Server-PT
Miflow docker

b
-l 2960-24

Server-PT 15R4331 switchl

Magquina real Miflow Router docker

Server-PT
PostgreSOL docker

Figura 4.2.: Arquitectura interna

En la anterior figura se puede apreciar la red interna Docker desplegada. Estan-
do los servidores de Mlflow y Postgres.

37






5. Definicion de la metodologia

Para un adecuado uso de la metodologia MLOps es necesario el seguimiento
de una metodologia que siga los principios de MLOps. Teniendo en cuenta que
la plataforma seleccionada soporta MLOps nivel O, es necesario anadir por dis-
tintos métodos los componentes necesarios para lograr otros niveles. El nivel
adaptarse a las necesidades de cada proyecto de manera independiente a otros
proyectos.

La metodologia a seguir en un desarrollo ML segiin MLOps se compone de las
siguientes fases:

1. Descripcion de problema.

Analisis de los datos.

Limpieza de los datos.

Realizacion y almacenamiento de experimentos.
Seleccion del modelo.

Puesta en produccion del modelo.

N o o os Wb

Monitorizacion del rendimiento del modelo.
8. Reentrenamiento o sustitucion del modelo.

Mlflow provee un repositorio para modelos, métricas, parametros y artefactos.
Para la automatizacion de las tareas de procesado y tratamiento de datos se
cuenta con herramientas ETLs (Extract, Transform, Load). Ademas, las que se
encuentren fuera de frameworks pueden ser configuradas para ser ejecutadas
repetidamente de manera manual.

5.1. Descripcién del problema

En esta fase se debe describir el problema, para esto hay que describir los objeti-
vos que se quieren lograr, cudles son los datos disponibles y si es factible lograr
los objetivos con ellos. Es necesario realizar un estudio sobre los datos que esta-
ran disponibles durante el proceso de entrenamiento y sus fuentes. Saber si las
fuentes van a ser internas o externas y las conocer las técnicas necesarias para
su extraccion. Se han de definir los umbrales de error aceptables para el mode-
lo. Por ejemplo, los modelos usados para realizar predicciones médicas siempre
han de mantener una calidad muy alta por su caracter critico.
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Es necesario realizar un analisis del tiempo que se espera que el modelo este
activo, como puede ser afectado por el data drifting, si se tiene conocimiento
previo sobre variaciones temporales en la distribucion de los datos. Cual va a
ser su uso, €l cual puede tener implicaciones sobre determinados aspectos del
modelo; cuales van a ser sus beneficiarios, que implicaciones tanto positivas
como negativas van a obtener de este.

Como se va ha ser explotado, a través de un servicio, una libreria, localmente;
quien tendra acceso. Ha se ser ejecutado de manera automatica y repetitiva.
Quien va ha ser el responsable de su mantenimiento.

5.2. Analisis de los datos

Se deben entender todas las variables predictoras que se vayan a usar, junto con
su correlacion entre ellas y con la variable objetivo (en caso de ser un problema
de aprendizaje supervisado), ademas de saber que rango de valores puede tomar
en condiciones normales.

Para realizar esto se aplicara un analisis exploratorio de los datos (EDA). Que
se trata de la combinacion de técnicas estadisticas y de visualizacion que per-
mitiran la extraccion de informacion de la relacion entre los datos. Ademas, el
analisis estadistico es importante para entender la distribucion de los datos, su
calidad, detectar valores ausentes y poder determinar qué datos son atipicos
dentro de un dataset.

Una de las principales herramientas que se usa es la matriz de correlacion. Exis-
ten multitud de métodos para medir la correlacion entre variables y dependiendo
del tipo de variables se utilizaran unos u otros. En esta matriz de tamarno NxN,
siendo N el namero de variables, se puede observar el coeficiente de correlacion
de todas las variables con todas las variables. El coeficiente de correlacion es un
numero que puede tomar valores entre -1 y 1. El valor absoluto es la cantidad
de correlacion entre dos variables, siendo O el minimo y uno el maximo. El signo
indica si la relacion es directa o inversa. Con esta técnica se puede apreciar
de una manera sencilla que variables son las mas adecuadas para realizar pre-
dicciéon. También es comun incluir la una grafica entre las variables correladas
para poder apreciar visualmente la correlacion entre ellas.

5.3. Limpieza de los datos

Para un correcto entrenamiento de los modelos es necesario que los datos cum-
plan con los estandares de calidad necesarios, es decir, sean precisos, no con-
tengan datos ni repetidos, ni falsos o incorrectos, ni falten datos. En este punto
se puede aplicar de manera automatica el uso de herramientas ETLs, que permi-
ten tratar datos de manera automatizada en el caso de ser necesario para elevar
el nivel MLOps del sistema.

Es necesario eliminar los datos replicados por que pueden modificar el peso de
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las métricas que usan los distintos algoritmos para realizar las predicciones.
Como por ejemplo el KNN, en el cual podria decantar la decision por el contrario
dos veces el mismo punto.

Es necesario eliminar o corregir los datos que sean incorrectos para evitar que
se aprenda de estos. Para ello es necesario haber realizado un correcto analisis
previo de los datos. Hay dos posibilidades, recuperar los datos o descartar su
uso. Un error que puede darse de manera comun es que los datos estén en dis-
tintas unidades o escalas, en este caso es posible recuperar datos. Esto también
ha se ser realizado para los datos de los que falten variables. Se ha de eliminar
toda variable que sea unica, o identifique de manera unica a un dato porque no
proveen de informacion para clasificar que sea extrapolable, para esto también
se utilizan métodos que analizan la varianza de las variables y descartan las
variables con una varianza muy baja.

Para realizar unos experimentos adecuados se ha validar los datos que vayan a
ser usados y comprobar que todo sea correcto antes de la realizacion de cual-
quier experimento.

En esta fase también se puede preparar datasets sobre los que se vaya a realizar
seleccion de variables, mediante distintos métodos como: analisis univariante o
multivariante y almacenarlos para su uso en siguientes pasos.

5.4. Realizacion de experimentos

La creacion de experimentos y sus distintas ejecuciones (runs) es lo que permite
entrenar distintos modelos realizando modificaciones sobre los elementos que
consideremos necesarios para obtener los mejores resultados. En este proceso
podemos guardar, asociado al propio experimento, todo tipo de datos, como las
métricas de evaluacion, los parametros de entrenamiento, los artefactos, o los
modelos generados.

Recapitulando, para el uso de la herramienta Mlflow es necesario la instalacion
del paquete de Python, “mlflow”, que contiene el cliente y el servidor de la he-
rramienta. Debido a la gran cantidad de librerias que son necesarias para la
instalacion se recomienda el uso de una herramienta entornos virtuales para
evitar problemas por incompatibilidad en las librerias.

Como se explico en la seleccion de la herramienta, los puntos fuertes de la he-
rramienta son su flexibilidad y su facilidad de uso. Para la creaciéon de un expe-
rimento y de sus distintas runs solo es necesario la modificacion de los scripts
0 notebooks que se usaban con anterioridad. Por lo general solo es necesario
importar la libreria de Mlflow, teniendo la opcion de activar el Autolog para re-
gistrar automaticamente la informacion necesaria, en caso que se quiera guar-
dar mas informaciéon se puede guardar explicitamente los parametros, métricas
y artefactos que no se hayan gestionado por el modelo.

Una forma de realizar el entrenamiento de los modelos es el uso de herramientas
de AutoML. AutoML es una técnica para generar modelos de manera automatica,
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normalmente para obtener una aceleracion al inicio de un proyecto de ML. La
cual proporciona un conjunto de modelos que dan buenos resultados y que
a través de un tuneo de los modelos obtenidos se pueden conseguir modelos
muy precisos. Aunque Mlflow no provee de este servicio, H20 si que lo hace,
esta vez de manera gratuita. H20 AutoML genera tantos modelos como sean
requeridos durante el tiempo asignado, ordenandolos por las distintas métricas
que se hayan indicado con el objetivo que se pueda obtener el que se considere
mas adecuado en funcion de las métricas seleccionadas. Una vez terminada la
ejecucion se puede almacenar en Mlflow para su comparaciéon con otros modelos
durante el proceso de seleccion.

Como se ha mencionado, posteriormente al primer entrenamiento de modelos,
se puede ajustar de manera mas precisa los parametros de entrenamiento para
los modelos obtenidos de la ejecucion de la herramienta AutoML. Los modelos
generados por este tipo de herramientas generan modelos de manera muy ra-
pida y con buenos resultados, no obstante, si se requiere un mejor resultado
es necesario un proceso de tuneado con la intencion de optimizarlos. Cada uno
de estos modelos puede ser almacenado para poder realizar comparaciones mas
adelante.

Ademas del uso de AutoML para la aceleracion del desarrollo, también se puede
usar otras clases de modelo no obtenidas de manera automatica. Estos modelos
han de ser elegidos por el cientifico de datos entendiendo cuales son las ca-
racteristicas de problema en cuestion, conocimiento adquirido durante las dos
primeras fases de proyecto. Para esto probara distintos algoritmos con distin-
tas configuraciones y distintos conjuntos de variables, con el objetivo encontrar
el mejor modelo posible. Se pueden usar técnicas como la seleccion de varia-
bles o el wrapper, para evitar duplicar el dataset al almacenar un modelo, se
almacenara la ruta donde se encuentra.

La opcion de Autolog de Mlflow permite almacenar los parametros utilizados por
un algoritmo, con los datos de entrenamiento realiza y almacena un estudio
del rendimiento y guarda el modelo y su descripcion en un archivo .yaml. En
dicho archivo .yaml se encuentra la signature del modelo que es el conjunto
de variables que ha de recibir como entrada y la que producira como salida
(interfaz de entrada/salida). Todo aquel parametro, métrica o artefacto adicional
que se quiera guardar ha de ser almacenado de manera manual. Para poder
tener unas meétricas realistas y honestas es necesario almacenar realizar un
estudio sobre la evaluacion de los modelos de manera activa. La libreria mlflow-
extend permite el almacenamiento de artefactos que requieren un preprocesado
para obtenerse, como puede ser una matriz de confusion. Otros parametros que
pueden no haber sido tenidos en cuenta como la semilla para la generacion de
numeros semialeatorios. También es posible guardar artefactos como el resumen
del modelo.
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5.5. Seleccion de mejor modelo

En esta fase se ha de seleccionar el mejor modelo entre los producidos en la
anterior fase. Para ello se tomara en cuenta todas las métricas recogidas durante
la fase de entrenamiento, y los artefactos que ayuden a su entendimiento, como
las matrices de confusion, curvas ROC o los informes de clasificacion.

Milflow provee con una herramienta para la visualizacion de las métricas en
graficos y la capacidad de ordenar los experimentos con respecto a distintas
métricas. Gracias a esta visualizacion se puede decidir cual es el modelo con
mejores cualidades, o si es necesario seguir produciendo modelos para obtener
nuevos modelos con mejores rendimientos.

En el caso de tener que eliminar un modelo hay dos estados en los que pue-
de encontrase como eliminado, la primera con la herramienta web de Mlflow se
establece su estado del ciclo de vida a deleted, 1o que lo excluye de las compa-
raciones; en la segunda si fuera necesario se puede eliminar su directorio de
artefactos y sus apariciones en la base de datos. Para ello se debe eliminara
todas las referencias a la ejecucion con anterioridad. La finalidad de la primera
forma de eliminacion es permitir una comparacion mas sencilla entre los mo-
delos, la segunda es ser eliminar modelos en los que haya errores o se hayan
incluido por accidente.

Una vez seleccionado el modelo se ha de registrar para que pase a la siguiente
fase. Se comprueba en la pestanna de modelos que ha sido registrado, su version
y su signature (entradas y salidas). Se puede ademas puede asignar una etiqueta
para su busqueda con mayor facilidad. Y cambiar el estadio en el ciclo de vida
también puede ser definido desde esta pantalla, se puede elegir entre ninguno,
staging, production y archived. El primer estadio se usara para los modelos
aceptados, pero sobre los que todavia se requiere seguir realizando pruebas. En
produccion se encuentran los modelos que se estan usado de manera activa y
que estan siendo expuestos como servicios. Archived son los modelos que ya
han pasado por produccion y han sido retirados del servicio. Se pueden generar
distintas versiones de un modelo registrado y que las versiones estén en distintas
fases del ciclo de vida.

5.6. Puesta en produccion

Para el correcto aprovechamiento del repositorio de modelos y evitar tener el mis-
mo modelo duplicado en distintos lugares se exponen los modelos como servicios
web, o se puede recoger el modelo del propio repositorio de artefactos. Ademas
de esta manera se facilita la tarea de realizar predicciones desde cualquier plata-
forma, a través de los accesos con soporte oficial o de la API REST. Esto permite,
ademas, que en el caso de que el servicio de prediccion sea computacionalmente
exigente y requiera de aceleracion de hardware o software especifico pueda ser
mas facilmente configurable en un servidor centralizado. Su despliegue pude ser
realizado en una arquitectura de microservicios.
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Es necesario guardar todos los datos que estan llegando a los modelos para
poder estudiar la degradacion que sufren los modelos con el paso del tiempo.
Ademas, es posible que los nuevos datos también se deben usar para entrenar
a los nuevos modelos, o para reentrenar el modelo que ya esta en produccion.

5.7. Monitorizacion del modelo

Se debe mantener los modelos bajo contante monitorizacion, para reconocer
cuando cruza los umbrales de error definidos, tras los cuales no es aceptable su
rendimiento y es necesario su reentrenamiento o sustitucion. Los modelos son
sensibles a los cambios de tendencias en los datos, no pueden predecir algo que
no conocen. Para detectar la degradacion de la capacidad de prediccion de los
modelos se realiza un estudio sobre los nuevos datos recibidos. Esto es debido
a que la causa es que el modelo no conoce los patrones seguidos por los datos
a predecir después de haber sido entrenado. No se conoce tampoco cual sera la
distribucion futura de los datos, cuanto tardaran en cambiar ni cuando lo haran
[LLD*18].
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Figura 5.1.: Tipos de data drift [LLD" 18]
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5.8 Reentrenamiento o sustitucion de modelo

En la figura 5.1. se muestra distintos tipos de deriva de los datos en distribucio-
nes tedricas. Cada uno de los tipos de cambio requerida una respuesta distinta
para poder realizar un tratamiento adecuado. También es necesario mantener
antiguos modelos, porque en el caso de volver a una distribucion pasada tenerlos
a disposicion reducira el tiempo de respuesta, como en los casos 2 y 4.

5.8. Reentrenamiento o sustitucion de modelo

Una vez superada la tolerancia de error definida es necesario realizar un nuevo
estudio para generar un nuevo modelo o reentrenar el modelo actual. Para es-
to es necesario establecer una condicion que se active cuando se llegue a este
umbral. Una vez activada la condicion se vuelve a realizar los pasos anteriores.
Es posible volver a tener que realizar un estudio del problema si los datos han
cambiado mucho. Siempre es necesario realizar una limpieza de los datos, al
haber sido obtenidos a través de un servicio es necesario, se ha podido inten-
tar predecir varias veces la misma informacion, predecir sin conocer todos los
campos o sin conocer. Se ha de usar los scripts anteriormente generados para
limpiar el 9 del modelo original.

Una vez preparados los nuevos datos se ha reentrenar el antiguo modelo con
los nuevos datos, y volver a realizar un estudio con AutoML o con algoritmos
seleccionados. Todos han de ser registrados como nuevas runs dentro del expe-
rimento original. A continuaciéon, se compararan los resultados obtenidos me-
diante las métricas y artefactos para decidir cual sera el modelo que sera puesto
en produccion como sustituto.

El modelo que se retira del servicio se quedara registrado como archived para
poder volver a €l si en algain momento la deriva volviera hacia el punto en el que
fue entrenado. Ademas, se incluiran en las comparaciones para las selecciones
de nuevos modelos, antes y después de la creacion de nuevos modelos.
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6. Resultados

El objetivo en este punto es comprobar el uso de la metodologia y de la herra-
mienta seleccionada. Para ello se realizara un proyecto de ML usando ambas,
siguiendo la metodologia y utilizando la mayoria de las funcionalidades dispo-
nibles. En este caso, debido a que solo se va a aplicar una sola vez sin realizar
actualizaciones de los modelos, se aplicara el nivel O de MLOps.

6.1. Descripcion de problema

El dataset seleccionado para este problema proviene de Kaggle [kag]. Kaggle es
una pagina que pone a disposicion de los usuarios retos de machine learning y
los datasets asociados a dicho reto. El dataset escogido [Meh18], publicado bajo
licencia “CCO: Public Domain” contiene informacion sobre los cuerpos cercanos
a la Tierra (NEOs) y esta extraido de una API proporcionada por la NASA [nas].

El problema que se desea resolver es la obtencion de un clasificador que sea
capaz de reconocer que asteroides son peligrosos y cudles no. Esta informacion
puede ser usadas de varias maneras, como predictor al uso o como herramienta
para detectar riesgos y determinar la prioridad con el objetivo de realizar mas
calculos sobre su trayectoria (el problema de los 3 cuerpos es caético). Indepen-
dientemente del uso que se le dé es un sistema critico y por lo tanto la tolerancia
a errores es muy baja. Su uso mas probable es formar parte de la toma de de-
cisiones en las misiones DART [nas22] el programa de la NASA para desviar
asteroides en ruta a colisionar con la Tierra.

En este caso, debido a que es un dataset cerrado y no se va a poder registrar
nuevos datos, no se va a sufrir data drifting.

Debido a que el sistema es critico y es igual de negativo los falsos positivos que
negativos, se usaran el f1-score y area bajo la curva ROC como métricas para
comprobar la eficacia de los modelos.

6.2. Analisis de los datos

Para realizar el analisis de los datos, lo primero es exponer los distintos campos
que componen el dataset:

= NEO Reference ID: Identificador tinico de cada asteroide. Es descartado
porque no provee de informacion relevante para clasificar los asteroides.
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= Name: Nombre del asteroide. Sera descartado porque no provee de informa-

cion relevante para clasificar los asteroides. Los identificadores o nombres
unicos no aportan informacion generalizable para el entrenamiento los mo-
delos.

Absolute Magnitude: Describe el brillo de un objeto a 32,616 anos luz (10
Parsecs), en un espacio vacio. Tiene relacion con el tamano y luminosidad
de los cuerpos celestes. En la figura 6.1. vemos la distribucién de la variable
en la muestra.

il H|H . |
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Figura 6.1.: Magnitud absoluta

Est Dia in <unidad>(min): Estimacion minima del diametro del cuerpo es-
telar. Se encuentra en las siguientes unidades: kilometros, metros, millas
y pies. Se selecciona metros por dar mas precision que los kilometros y ser
una unidad del Sistema Métrico Internacional. En la figura 6.2 vemos la
distribucion de la variable en la muestra.

il
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Est Dia in M(min)

Figura 6.2.: Estimacion diametro minimo

Est Dia in <unidad>(max): Estimacion maxima del diametro del cuerpo
estelar. Se encuentra en las siguientes unidades: kilometros, metros, millas
y pies. Se selecciona metros por dar mas precision que los kilometros y
ser una unidad del Sistema Métrico Internacional. La relacion entre la los
diametros es muy alto, ademas de con la magnitud absoluta, pues todas
describen el tamano del asteroide. En la figura 6.3. vemos la distribucion
de la variable en la muestra.
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2 Analisis de los datos
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Figura 6.3.: Estimacion diametro maximo

= Close aproach date: Dia en que el asteroide relocaliz6 su ultima pasada
mas cercana. Con el fin de simplificar las variables a utilizar y facilitar
su analisis se utilizara la diferencia de tiempo desde que ocurri6 el evento.
Siendo la ultima pasada registrada en julio de 2016, se utilizara como fecha
de referencia para el calculo de diferencias enero de 2017. En la figura 6.4
vemos la distribucion de la variable en la muestra.

Figura 6.4.: Dia de arcercamiento

= Epoch date close aproach: Muestra la misma informacién que close aproach
date, pero en tiempo astronémico. Ya que son dos variables mostrando la
misma informacion se descartara una, y se usara close aproach date.

= Relative velocity in <unit>: Velocidad relativa entre el NEO y la Tierra, ofre-
cida en km/h, km/s, mph (millas por hora). Se escoge la unidad de medida
en km/h por los mismos motivos anteriores. En la figura 6.5 vemos la dis-
tribucion de la variable en la muestra. La velocidad sigue una distribucion
completamente uniforme, sin velocidades repetidas.

uuuuuuuuuuuuuu fty km per hr

Figura 6.5.: Velocidad relativa

s Miss Dist. (<unidad>): Distancia a la que ocurri6 la pasada se encuentra
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en UA (Unidades Astronomicas o la distancia entre la tierra y el sol), lunar,
km y millas. Debido a que es recomendable tener las distintas variables en
las mismas unidades se selecciona km. Tiene la misma distribucion que la
velocidad relativa aunque si que hay valores repetidos en este caso. En la
figura 6.6 vemos la distribucion de la variable en la muestra.

Figura 6.6.: Distancia de fallo

Orbiting body: Cuerpo orbitado, al ser todo NEOs siempre es la tierra por lo
que un cambio con varianza igual a cero no genera informacion relevante.

Orbit ID: Identificador de la 6rbita. Se ha de descartar por no aportar in-
formacion relevante para el clasificador.

Orbit determination date: Dia en que la 6rbita fue determinada. Con el fin
de simplificar las variables a utilizar y facilitar su analisis se utilizara la
diferencia de tiempo desde que ocurrio el evento con el final del afio de la
ultima instancia recogida en el dataset. La ultima orbita determinada es de
2017 por lo que se usara 2018 como fecha para calcular la diferencia. Se
puede ver un descenso de las determinaciones de posiciones en el tiempo.
En la figura 6.7 vemos la distribucion de la variable en la muestra.

Figura 6.7.: Dia de determinacion de la orbita

Orbit uncertancy: Falta de certeza sobre la orbita calculada de O a 9. Es
una variable discreta ordinal, la distribucion indica que o se conoce con
muy alta certeza las orbitas que van a seguir los cuerpos o se tiene una
incertidumbre moderada/alta. En la figura 6.8 vemos la distribucion de la
variable en la muestra.



6.2 Analisis de los datos

rbit Uncertainity

Figura 6.8.: Incertidumbre sobre la orbita

= Minimun orbit intersection: Distancia minima entre los dos puntos en los
que intersecan la orbita terrestre con la del asteroide. Un valor muy ba-
jo quiere decir que comparte gran parte de su trayectoria con La Tierra.
Se puede observar que hay asteroides con trayectorias parecidas que as-
teroides con mas tiempo entre acercamientos. En la figura 6.9 vemos la
distribucion de la variable en la muestra.

Figura 6.9.: Interseccion minima de la orbita

» Jupiter Tisserand Invariant: Perturbacion ejercida en el asteroide por Ju-
piter. En la figura 6.10 vemos la distribucion de la variable en la muestra.
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Figura 6.10.: Tisserand de Jupiter

= Epoch Osculation: Orbita que hubiera seguido el cuerpo celeste sin tener
en cuenta la perturbacion que ejercen terceras masas. Casi todos los cuer-
pos toman valores cercanos a los 6 millones, existe poca variacion de la
informacion. En la figura 6.11 vemos la distribucion de la variable en la
muestra.
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Figura 6.11.: Osuclacion

= Eccentricity: Relacion entre los semiejes mayor y menor de la elipse que
describe la orbita. La excentricidad toma valores entre O y 1 siendo O un
circulo y 1 una parabola, es decir, indica como de achatada es la elipse. En
la figura 6.12 vemos la distribucion de la variable en la muestra.

Eccentricity

Figura 6.12.: Excentricidad

= Semi Major Axis: Distancia entre el centro de la elipse y su perimetro pa-
sando por uno de los focos. El semeje mayor toma valores en torno a 1. En
la figura 6.13 vemos la distribucion de la variable en la muestra.

i

AR IO

Figura 6.13.: Semieje mayor

» Inclination: Angulo formado entre los planos en los que orbitan la Tierra y
el asteroide. Los valores se agrupan sobre todo en angulos bajos y pocos en

angulos casi perpendiculares. En la figura 6.14 vemos la distribucion de la
variable en la muestra.



6.2 Analisis de los datos
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Figura 6.14.: Inclinacion

= Asc Node longitude: El angulo, medido en sentido antihorario, formado en-
tre la direccion de referencia y la recta que interseca entre los planos de
las orbitas. Todas las orbitas se distribuyen uniformemente en todos los

angulos posibles. En la figura 6.15 vemos la distribucion de la variable en
la muestra.

Asc Node Longitude

Figura 6.15.: Logitud del nodo ascendente

= Orbital period: Tiempo que tarda el cuerpo en completar una vuelta alrede-
dor del cuerpo al que orbita. Debido a su cercania a La Tierra sus periodos
son cercanos al de La Tierra, 365 dias. En la figura 6.16 vemos la distribu-
cion de la variable en la muestra.

’ ‘H\H MU H\ Il

Orbital Period

Figura 6.16.: Periodo orbital

= Perihelion distance: Distancia a la que se encuentran dos cuerpos orbitan-
do en punto mas cercano en la orbita. En la figura 6.17 vemos la distribu-
cion de la variable en la muestra.
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perihelion Distance

Figura 6.17.: Distancia en el perihelio

» Perihelion arg: Angulo formado entre la interseccion de los planos y la in-
terseccion entre plano del asteroide el plano perpendicular al terrestre pa-
sando por la direccion de referencia. En la figura 6.18 vemos la distribucion
de la variable en la muestra.

I h'\ I h [ [

Perihelion Arg

Figura 6.18.: Argumento del perihelio

= Aphelion distance: Distancia a la que se encuentran dos cuerpos orbitan-
do en punto mas lejano en la orbita. Tiene una distribucion perecida al
perihelio, pero desplazada a la izquierda por ser datos mas pequenos que

el perihelio. En la figura 6.19 vemos la distribuciéon de la variable en la
muestra.

Figura 6.19.: Distancia en el afelio

= Perihelion time: Momento en que se alcanza el perihelio. En la figura 6.20
vemos la distribucion de la variable en la muestra.
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Figura 6.20.: Tiempo en el perihelio

» Mean anomaly: Angulo recorrido por el asteroide con respecto a su perihelio
si su orbita fuera totalmente circular. Se encurntra entre O y 360 grados.
En la figura 6.21 vemos la distribucion de la variable en la muestra.

Figura 6.21.: Anomalia media

= Mean motion: Velocidad angular media del asteroide. Los asteroides tien-
den a ser cuerpos rapidos. En la figura 6.22 vemos la distribucion de la
variable en la muestra.

AR

Figura 6.22.: Velocidad angular media

= Equinox: Solo contiene un unico valor por lo que no es util para la clasifi-
cacion.

» Hazardous: Variable a clasificar, peligrosidad del asteroide, se presenta co-
mo una variable booleana. Se puede apreciar la gran diferencia que hay
entre ambos casos a clasificar y posiblemente sea necesario equilibrar el
dataset. En la figura 6.23 vemos la distribucion de la variable en la mues-
tra.
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Figura 6.23.: Peligrosidad
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Absolute Magnitude
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Est Dia in M(max)

Relative Velocity km per hr
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Orbit Uncertainity
Minimum Orbit Intersection
Jupiter Tisserand Invariant
Epoch Osculation
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Semi Major Axis

Inclination

Asc Node Longitude
Orbital Period

Perihelion Distance
Perihelion Arg

Aphelion Dist

Perihelion Time

Mean Anomaly

Mean Motion

Close Approach Date difference

Orbit Determination Date difference

Figura 6.24.: Matriz de correlacion
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En la anterior matriz de correlacion, figura 6.24 se aprecia la relacion directa e
indirecta entre distintas variables. La relacion entre la los diametros es 1, por
lo que estan totalmente correlados, ademas de con la magnitud absoluta, pues
todas describen el tamano del asteroide. La velocidad relativa es directamente
proporcional a la energia cinética del asteroide ( E = $mv?). Tienen una correla-
cion significativa de manera directa, lo incertidumbre de la orbita y la magnitud
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absoluta, la velocidad relativa con excentricidad e inclinacion, el movimiento
medio y la Tisserand de Jupiter, el tiempo en el perihelio y la osculacion, la ex-

b2

centricidad con los semiejes mayor y menor (/1 — 5,siendo a el semieje mayor

y b el menor), con el periodo orbital y con la distancia en el afelio, el semieje
mayor con el periodo orbital y las distancias en el perihelio y afelio y el periodo
orbital y la distancia en el afelio. En cuanto a las correlaciones inversas relevan-
tes, la distancia en el afelio y la velocidad relativa, la Tisserand de Jupiter con
las distancias en el afelio y perihelio y el periodo orbital, el movimiento medio
con el semieje mayor, inclinacion y el periodo orbital. La gran mayoria de estas
dependencias vienen dadas por alguna forma matematica.

6.3. Limpieza de los datos

El dataset usado ya tenia un proceso de limpieza realizado, por lo que se pue-
de trabajar directamente con €l, aparte de la eliminacion de los datos que no
sean de utilidad para extraer informacion sobre la variable a predecir. Ademas,
en esta fase también se transformara las variables que contienen fechas, para
estas variables utilizaremos la diferencia con las fechas determinadas durante
la anterior fase. En el caso de ser necesario se ha preparado datasets sobre los
que se ha aplicado seleccion de variables univariante y multivariante.

Para la obtencion de las métricas se ha dividido el dataset en un 90% para
entrenamiento y un 10 % para ejecucion.

6.4. Realizacion de experimentos

Para facilitar la exposicion de los experimentos realizados se ha decidido dividir
esta seccion por cada uno de los métodos y librerias utilizados.

6.4.1. AutoML (h20)

Para comenzar se iniciara con una ejecucion con AutoML con el objetivo de
conseguir un modelo del cual se pueda partir. AutoML calculara los N mejores
modelos en el tiempo proporcionado, en este caso se le pide los 10 mejores. En
alrededor de un 1 minuto se generan modelos y todos son almacenados para
poder realizar pruebas en proximas fases con ellos.
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Resultados

AutoML progress : | [ N | (done) 100%

model_id auc

GBM_1_AutoML_1_20230513_234506 0.999912
XGBoost_2_AutoML_1_20230513_234506 0.999735
StackedEnsemble_BestOfFamily_1_AutoML_1_20230513_234506 0.999704
GBM_3_AutoML_1_20230513_234506 0.999678
GBM_4_AutoML_1_20230513_234506  0.99967
XGBoost_3_AutoML_1_20230513_234506 0.999663
GBM_2_AutoML_1_20230513_234506 0.999657
StackedEnsemble_AllModels_1_AutoML_1_20230513_234506 0.999601
XRT_1_AutoML_1_20230513_234506  0.99955
XGBoost_1_AutoML_1_20230513_234506  0.99938
DRF_1_AutoML_1_20230513_234506 0.998928
GLM_1_AutoML_1_20230513_234506  0.98838

logloss
0.00928563
0.0145927
0.0106091
0.0111461
0.0110764
0.0118541
0.0103876
0.0106465
0.0381072
0.0193486
0.0388534
0.103139

aucpr
0.999561
0.998333
0.998978
0.998843
0.998795
0.998101
0.998806

0.99865
0.998457
0.998055
0.998228
0.953084

mean_per_class_error

0.00761965
0.00539864
0.00587443
0.00635022
0.00444606
0.00460499

0.0041282
0.00650915
0.00460499
0.00857224
0.00508179

0.0746234

Figura 6.25.: Entrenamiento AutoML

rmse
0.0504775
0.0550575
0.0518207
0.0525779
0.0537324
0.0532341
0.0504423
0.0513825
0.0770762
0.0577314
0.072053
0.177203

mse
0.00254798
0.00303133
0.00268538
0.00276443
0.00288717
0.00283387
0.00254443
0.00264016
0.00594075
0.00333291
0.00519163
0.0314009

En la figura 6.25 se muestra los modelos producidos por AutoML, junto con las

métricas correspondientes.

A continuacion, se almacena todos los modelos generados por esta técnica en
Mlflow, almacenado como parametros el namero de modelos generado, el resto
de los parametros para la generacion del modelo son almacenados en un arte-
facto por facilidad. AutoML genera un informe en texto en el que expone cuales
han sido los parametros usados para su entrenamiento. Ademas, se almacena
las métricas que se han tomado: f1 y auc, por otro lado, también se ha almace-
nado su matriz de confusién como un artefacto.

Hazardous NEOS @  rrovice Feedback [2

Experiment ID: 1 Artitact Location: fie:

> Description £

home/miflowlartifasts/1

[E Tavle view |l Chart view Q
Time created: Allime v | State: Active v

Run Name
® funflea2s

® amazing-shoat-502

® auspiciousbat:s

adaptable-sloth-603
® popularape804
® bald-sheep-88

@ bustling-lamb-124

@ righteous:

©6 0660660606066 06

luminous-sheep-699

Created

© 7 minutes ago
© 7 minutes ago
© 7 minutes ago
© 7 minutes ago
© 7 minutes ago
© 7 minutes ago
© 7 minutes ago
© 7 minutes ago
© 7 minutes ago
© 7 minutes ago

© 7 minutes ago

Duration

(0]
Source Models
2 ipyker. h2o
2 ipyker. h2o
1 ipykern.. h2o
2 ipyker. h2o
2 ipyker. h2o
1 ipykern.. h2o
2 ipyker. h2o
2 ipyker. h2o
1 ipykern.. h2o
2 ipyker. h2o
2 ipyker. h2o

= sort:F1 v

= Coumns ¥

Metrics

FalseF1
0941
0933
093
0917
0863
0822
0.681
0556
0476
0412

0368

TrueF1 auc
1 1
1 1
1 1
1 1
1 1
1 1
0992 1
0986 0999
0998 1
0994 1
0991 0999

Figura 6.26.: Modelos generados

O Refresh

En la figura 6.26 se puede ver todos los modelos almacenados, junto con
métricas usadas para ordenarlas.

58

las



6.4 Realizacion de experimentos

v Parameters (1)

Name Value

max_models 10

~ Metrics (4)

Name Value
Fil 095
FalseF1 ¥ 0941
TrueF1 e 1
auc 1
> Tags
~ Artifacts
v i model 3
> B modelhZo
B MLmodel
@ condayami MLflow Model
hon_envyaml
B python_envy. The code snippets below demonstrate how to make predictions using the logged model. You can also register it to the model registry to version control
[ requirements.txt
[ ConfusionMatrix -
Model schema Make Predictions
[ model_info
B param Input and output schema for your model. Learn more Predict on a Spark DataFrame: a
B performance e e o
L. pyspark.sql. functions struct, col
logged
© Inputs (22)
loaded model = mlflow.pyfunc.spark udf(spark, model uri=logged model, result_type='double’)
Absolute Magnitude double
Est Diain M(min) double df .withColumn( 'predictions', loaded model(struct(*map(col, df.columns))
Est Diain M(max) double Predict on a Pandas DataFrame: a
m1flow
Relative Velocity km oer hr double loaaed model =
Fi 6.27.: Modelo H20
igura 6.27.: Modelo H

En la figura 6.27 se obserba el modelo resultante observado con sus parametros,

métricas y artefactos.

6.4.2.

Random forest (Sklearn)

Como la mayoria de las runs anteriores han producido los mejores resultados
son sobre todo con modelos basados en random forest, se va a generar otro
conjunto de runs con este mismo método partiendo de la libreria de sklearn.
Esta libreria dispone de Autolog, una facilidad que nos ofrece Mlflow y por la
que solo es necesario almacenar las métricas y parametros que no se disponga
de manera automatica, ademas de generar la signature del modelo. También
se guardara algunos artefactos como las matrices de confusion. Se ha decidido
entrenar arboles de maxima profundidad y 10, 100, 1.000 y 10.000 arboles.
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v Artifacts

Register Model
[ Clasification Report randomForest 10000
B confusion_matrix.png
B estimator htmi MLflow Model

@ metric_info json

a

The code snippets below demonstrate how to make predictions using the logged model. You can also reg

t1o the model registry to version control
[ training_confusion_matrix.png

Model schema Make Predictions
Input and output schema for your model. Learn more Predict on a Spark DataFrame: a
Name Type import miflow
from pyspark.sql. functions inport s
1og 5 209927 1
@ mnputs (22)
model = mlflow.pyfunc.spark_udr(spark, model uri=logged m result_type='
Absolute Magritude double
Predict taF
Est Diain M(min) double df.withColumn( 'predictions’, loaded_model(struct(*map(col, df.columns))))
Est Diain M(max) double Predict on a Pandas DataFrame: a
import mlflow
Retative Veelocity km per hr double 1c model = 5 8429927 1
Miss Dist (kiometers) double

loaded model =

8 ouputs ()

Target boolean

Figura 6.28.: Artefactos

En la figura 6.28 se puede observar los parametros de configuracion, las métri-
cas obtenidas y todos los artefactos, incluyendo el modelo. En el modelo se pre-
senta su signature, es decir sus variables de entrada y salida. Se han guardado
ademas como parametros la semilla que se ha usado y el tamano del conjunto
de entrenamiento.

GitHub D
Experiments ®E  Hazardous_NEOS & v Fesioacc 3
ExperimentID: 1 Artfact Location: lle://homelmiflow/artiacts/1
Defaut Al

> Description Edi

Elmavleview |l chartview = Q O  Ssotn v = columns v i O Refresh

Hazardous_NEOs Zea

Time created: Alltime v State: Active v
Metrics Parameters
® Run Name Created Models F FalseF1 TrueF1 auc f = rec n_estimators
® big-skink-198 © 1minuteago 1 1 10000
® upbeat-quail-881 @ 1minute ago 1 1 1000
@ @ agreeable-bee-997 @ 1minute ago ® sklearn - - 1 1 100
® ® flawlesshen9s1 © 1minuteago skleam - - 09 077 10
® ® chillseal-447 © 2minutes ago h2o 0.941 1 1 095
@ @ big-hare-248 @ 2minutes ago h2o 0933 1 1 0944
® incongruous-ape-418 © 2minutesago h2o 0.3 1 1 042
® @ unleashed-snipe-705 © 2minutes ago h2o 0917 1 1 093
@ @ 2minutes ago h2o 0.863 1 1 0885
® @ enchanting-hare-100 © 2minutesago h2o 0.822 1 1 0851
® je-zebra-164 © 2minutes ago h2o 0.681 0992 1 0731
@ @ legendary-gnu-668 @ 2minutes ago h2o 0556 0586 0999 0.625
® ® redolent-dove-857 © 2minutesago h2o 0.476 0998 1 0561
@ fun-koi-366 @ 2minutesago h2o 0.412 0994 1 0506
@ @ blushingram-936 @ 2minutes ago h2o 0368 0591 0999 0469

15 matching runs

Figura 6.29.: Nuevos modelos

En esta figura 6.29 se muestra los modelos actuales registrados en el sistema,
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6.4 Realizacion de experimentos

en esta se puede apreciar como hay modelos provenientes de distintas librerias.
Ademas de los valores de las métricas usadas para comparar los modelos.

v Parameters (21)

Name Walue
bootstrap True
ccp_alpha 0.0
class_weight None
criterion gini
maxDepth MNone
max_depth None
max_features sqgrt
max_leaf_nodes None
max_samples MNone
min_impurity_decrease 0.0
min_samples_leaf 1
min_samples_split 2
min_weight_fraction_leaf 0.0
n_estimators 10000
n_jobs -1
oob_score False
randomState 1606323526
random_state None
testSize 0.1
verbose [}
warm_start False

Figura 6.30.: Parametros

En la figura 6.30 se aprecia los parametros usados para entrenar el modelo,
muchos capturados gracias a Autolog.
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v Metrics (13)

Name Value

RandomForestClassifier_score_xTest [+ 1

auc |# 1
fl |~ 1
fl_score_xTest |#* 1
precision |~ 1
roc_auc_score_xTest [# 1
training_accuracy_score |#* 1
training_f1_score |#* 1
training_log_loss |~ 0.008
training_precision_score |+~ 1
training_recall_score |+ 1
training_roc_auc |« 1
training_score |+ 1

Figura 6.31.: Métricas

En la figura 6.31 se observa las meétricas recogidas por el Autolog son sobre
el conjunto de entrenamiento, por lo que es necesario calcular y almacenar de
manera manual las métricas sobre el conjunto de test.

62



6.4 Realizacion de experimentos

v Artifacts

> mmodel R

[ Clasification Report randomForest 10000
B confusion_matrix.png

B estimatorhtmi MLflow Model
@ metric_info_json

B training_confusion_matrix.png

a

The code snippets below demonstrate how to make predictions using the logged model. You can also register it to the model registry to version control

Register Model

Model schema

Input and output schema for your model. Lear more

Name Type
S Inputs (22)
Absolute Magnitude double
EstDiain M(min) double
Est Diain M(max) double
Retative Veelocity km per hr double
Miss Dist (kilometers) double
&8 outputs (1)

Target boolean

Make Predictions

Predict on a Spark DataFrame

import mlflow

k.sql. functions inport struct, col
1logged model = 5 84249927d3dd

loaded model = mlflow.pyfunc.spark_udf(spark, model uri=logged model, result_type='double')

df.withColumn( 'predictions’, loaded model(struct(*map(col, df.columns))))
Predict on a Pandas DataFrame:

import mlflow
logged_model =

loaded_model = mlflow.

pyfunc. 1oad_model (1ogged_model)

import pandas as pd

loaded model.predict (pd.DataFrame(data))

Figura 6.32.: Artefactos

En la figura 6.32 se encuentran los artefactos como el modelo, la matriz de
confusion (de test y de entrenamiento) y un informe del modelo.

6.4.3. KNN (Sklearn)

Por ultimo, se decidi6 evaluar el rendimiento del algoritmo KNN, realizando un

ajuste del parametro k entre 1 y 19 vecinos.
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eriments  Models GitHub Do

Experiments @M Hazardous NEOS B  provide Feedback [
Experiment D1 Arttact Location: fle/home/mifiowiartiacts/L
Default 78
> Description Edi
Hazardous_NEOs a1

Golumns v i O Refresh

Eaveview | U chanview  Q 0]

Time created: Allime v State: Active v

Metrics Parameters

@ Run Name: Created Source Models FalseF1 TrueF1 auc f B roc n_estimators
- S— N —— e e _— e . —

@ ® blushingram-936 © 27 minutes ago L ipykem. h2o 0.368 0991 0999 0469 -
® @ glamorous-cub-6 © 1 minute ago 3 ipyker. sklearn - - 0524 02 -
@ @ welcoming-donkey-906 @ 1minute ago 1 ipykem. sklearn - - 05 0.107 -
@ auspicious-hound-694 © 36 seconds ago L ipykem. sklearn - - 0511 0103 -
® agreeable-tern-175 © 50 seconds ago 3 ipyker. sklearn - - 0515 0074 -
@ @ fortunate-sow-207 @ 59 seconds ago ipykern. sklearn - - 0508 0.069 -
@ @ glamorous-foal-831 © 1minute ago L ipyker. sklearn - - 0.504 0.067 -
® efficient-fowl-440 @ 53 seconds ago o ipykern. skleam - - 0511 0051 -
@ @ righteous-moose-75 @ 44 seconds ago ipykern. sklearn - - 0505 0.048 -
@ @ bittersweet:frog2 © 47 seconds ago L ipykem. sklearn - - 0505 0026 -
@ @ receptive-goat-452 © 41 seconds ago L ipykern. skleam - - 0.503 0026 -
@ brawny-robin-357 @ 38 seconds ago 1 ipykem. sklearn - - 0502 0.025 -
@ @ beautifulmole-787 © 13 seconds ago L ipykem. sklearn - - 0s 0 -
® valuable-vole-515 © 16 seconds ago 3 ipyker. sklearn - - 05 0 -
@ @ loud-crow-198 @ 19 seconds ago ipykern. sklearn - - 0497 0 -
@ debonair-pig-784 © 22 seconds ago L ipykem. sklearn - - 0497 0 -
® @ suave-boar-174 © 25 seconds ago 3 ipyker. sklearn - - 0496 ) -
@ @ marvelous-eel-779 @ 28 seconds ago ipykern. sklearn - - 0497 0 -
@ @ angry-horse-667 © 31 seconds ago L ipykem. sklearn - - 0496 0 -
® big-hound-23 © 35 seconds ago 3 ipyker. sklearn - - 0496 ) -

34 matching runs

Figura 6.33.: Nuevos modelos KNN

Como se puede apreciar, en la figura 6.33, las métricas obtenidas son bastante
peores con el algoritmo KNN, llegando a obtener el valor O en la métrica f1 score.
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6.5 Seleccion del modelo

Confusion Matrix

1.0
0.8
o 0
0.6
o
2
<
-0.4
— 0
-0.2
-0.0
0 1

Predicted

Figura 6.34.: Matriz confusion

Esto puede ser observado, en la figura 6.34, en el ejemplo destacado, puede ser
observado en las matrices de confusion generadas, siendo todas las instancias
clasificadas como falso.

6.5. Selecciéon del modelo

Gracias a todo el registro de modelos, parametros y métricas podremos realizar
la seleccion del modelo de forma sencilla y clara. Para la seleccion del modelo se
usa la interfaz que permite comparar modelos en MLFlow. Para esto se ordenan
los modelos por la métrica que se considere de mayor importancia y se selecciona
el namero que se considere adecuado.
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231 Experiments  Models GitHub  Docs

Experiments @ Hazardous NEOS & v Fesoacc [
ExperimentID: 1 Artifact Location: filez/#home/miflow/artifacts/1
Default a:l
> Description Ed
Hazardous_NEOs Va:i
s chart view Q @  Ssotf = columns v i O Reiresh
compr
Metrics
® Run Name Created Duration Source Models FalseF1 TrueF1 aue L £
@ big-skink-198 © 39 minutes ago an1s 1 ipykem. sklearn - - 1 1
® upbeat-quail881 © 39 minutes ago 71 2 ipykern. sklearn - - 1 1
® @ agreeable-bee-997 © 39 minutes ago 365 C ipykern. skleam - - 1 1
@ @ flawless-hen-951 © 39 minutes ago 27 1 ipykem. sklearn - - 099 0977
® @ chillseal-447 @ 40minutes ago 335 L ipykern. h2o 0.941 1 1 095
® @ bighare-248 © 40 minutes ago 305 C ipykern. h2o 0.933 i 1 0.944
® incongruous-ape-418 © 40 minut 30s 2 pykern. h2o 0s3 1 1 0542
. - © o @ Epm Dm o s .
® @ stylish-zebra-218 © 40minutes ago 325 C ipykern. h2o 0.863 1 1 0.885
@ @ enchanting-hare-100 © 40 minutes ago 315 1 ipykem. h2o 0.822 1 1 0851
® abrasive-zebra-164 © 40 minutes ago 29 2 ipykern. h2o 0.681 0992 1 0731
® @ legendary-gnu-t © 40 minute 33s J ipykem. h2o 0.556 0.986 0999 0625
@ @ redolent-dove-857 © 40 minutes ago 305 1 ipykem. h2o 0.476 0998 1 0561
® funkoi-366 © 40 minutes ago 33s 2 ipykern. h2o 0.412 099 1 0506
® ® blushing-ram-936 © 40minutes ago 295 C ipykern. h2o 0368 0991 0999 0.469
@ @ glamorous-cub-652 © 13 minutes ago 305 1 ipykem. sklearn - - 0524 02
® @ welcoming-donkey-906 © 13 minutes ago 29 2 ipykern. 05 04107
® auspicious-hound-694 © 13 minutes ago 315 Cipyken. 0511 0.103
® agreeable-tern-175 © 13 minutes ago 295 L ipykern. 0515 0074
® @ fortunate-sow-207 © 13 minutes ago 28 2 ipykern. 0508 0069

34 matching runs

Figura 6.35.: Mejores modelos

Como se puede ver en a figura 6.35, en este caso, se realiza una primera selec-
cion de los 8 primeros que tienen un f1 mayor que 0.9.

A continuacion, se configura en una grafica la comparacion entre los modelos
obtenidos. Se puede observar la combinacion de ambas meétricas para los mo-
delos seleccionados. Ademas, si se tratara de modelos pertenecientes al mismo
algoritmo, se podria anadir los parametros que les diferencien.

~ Visualizations
Parallel Coordinates Plot  Scatter Plot  Box Plot  Contour Plot

Parameters: . "
100000

1
Metrics:
39000
099
auex 1 x v 035800
098
Clear Al
99600
s7000 o
99400 096
095
0 39200
094
055000 00~ 093
058083 052089

Figura 6.36.: Grafico para haer compraciones

En la figura 6.36, se puede realizar otra comparativa a nivel de tabla, en las cua-
les encontramos descritas los runs en los que han sido entrenados los modelos,
sus parametros, métricas y etiquetas asignadas a los modelos.
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6.5 Seleccion del modelo

v Run details

Run ID:

Run Name

Start Time:

End Time:

Duration

v Parameters
Show diff only

min_samples_leaf

min_samples_split

min_weight_fraction_leaf

n_estimators

n_jobs

oob_score

randomState

random_state

testSize

verbose

warm_start

~  Metrics

Show diff only

FalseF1

RandomForestClassifier_score
_XTest

TrueF1

auc

v Tags

Show diff only

estimator_class

estimator_name

148dd65de7a9423ea1356¢3.. 518d3d62d77444c58fe7ff75 9825dcb607b7486a83fedab. 26523debccad45309358e07 . d3932f9808734ffc8d47eceS... Jada6404b8...  bef79ebe322047289116a23
unleashed-snipe-705 incongruous-ape-418 big-hare-248 chill-seal-447 flawless-F 1 reeable-b pbeat-quail-881
2023-05-14 01:34:18 2023-05-14 01:34:24 2023-05-14 01:34:05 2023-05-14 01:34:15 2023-05-14 01:34:47 2023-05-14 01:34:50 2023-05-14 01:34:54
2023-05-14 01:34:21 2023-05-14 01:34:27 2023-05-14 01:34:.08 2023-05-14 01:34:18 2023-05-14 01:34:50 2023-05-14 01:34:54 2023-05-14 01:35:01
3.1s 3.0s 3.0s 3.3s 2.7s 3.6s 7.1s
Figura 6.37.: Conjunto de runs de entrenamiento

1 1 1

2 2 2

0.0 0.0 00

10 100 1000

1 1 -1

False False False

1606323526 1606323526 1606323526

None None None

0.1 0.1 0.1

0 0 0

False False False

Figura 6.38.: Parametros de los modelos

0.917 0.93 0.933 0.941

0.994 1 1
1 1 1 1
1 1 1 1 0.99 1 1
0.93 0.942 0.944 0.95 0.977 1 1

0.977 1 1

Figura 6.39.: Métricas de los modelos

sklearn ensemble._forest.Ra.

sklearn ensemble_forestRa... ~skleam.ensemble._forestRa.

Jassifier

Figura 6.40.: Etiquetas

lassifier RandomForestClassifier

En las figuras 6.37 a 6.40 se observan distintas comparaciones entre los mode-

los.

Etiquetas para permitir una busqueda rapida dentro de los modelos generados.
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Capitulo 6 Resultados

Con toda la informacion recogida se selecciona el ramdom forest de 10000 arbo-
les por tener las mejores métricas entre los modelos registrados. En la seleccion
del modelo, ademas de las métricas, se pueden tener en cuenta otros factores
como el tiempo de prediccion o el peso del modelo.

Una vez el modelo ha sido seleccionado debemos registrarlo como modelo. Es re-
comendable realizar esta accion desde la interfaz para evitar errores a la hora de
realizar sobre un codigo de entrenamiento, este codigo puede ser ejecutado mas
veces, lo que pude registra modelos no 6ptimos. Los modelos son registrados en
el apartado de artefactos, teniendo seleccionado el directorio con el modelo.

~ Artifacts

» i@ model a
[ Clasification Report randomForest 10000
B confusion_matrix.png
B estimatorhtml MLflow Model

[ metic_info json

The code snippets below demonstrate how to make predictions using the logged model. You can also register it to the model registry to version control
B training_confusion_matrix.png

Model schema Make Predictions

Input and output schema for your model. Lear more Predict on a Spark DataFrame

a

Figura 6.41.: Registro modelo

En la figura 6.41 se muestra el registro del modelo desde el interfaz. Posterior-
mente se asigna este a un conjunto de modelos nuevo a existente.

ml7 /oW 221 Experiments  Models

GitHub

Registered Models > NEOs >

Version 1

Registered At 2023-05-14 0240557 Stage: None v Last Modified: 2023-05-14 02:40:57 Source Run: big-skink-198

Description Edi

Tags

v Schema

Name Type

Inputs (22)

Absolute Magnitude double

Est Dia in M(min) double

Est Dia in M(max) double

Relative Velocity km per hr double

Miss Dist (kilometers) double

Outputs (1)

Target boolean

Figura 6.42.: Modelo registrado

En la figura 6.42 se puede observar el modelo registrado en su version 1 con el
nombre NEOs, su signature, es decir sus parametros de entrada y salida.
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6.6 Puesta en produccion

6.6. Puesta en produccion

Lo primero es marcar el modelo que se va a exportar como modelo en produccion.
Esto no tienen ningun efecto sobre el modelo, pero sirve para poder mostrar
claramente que modelo estara siendo utilizado, aporta trazabilidad al sistema y
la posibilidad de realizar el mantenimiento de su ciclo de vida.

Create Model @ a

Name * Latestversion S Last Modited

NEOS Version 1 - Version 1 2023-05-14 17:24:15

Figura 6.43.: Modelo en version 1 registrado

En la figura 6.43 se aprecia que la version 1 del modelo NEOs esta siendo usada
en produccion.

Los modelos almacenados pueden ser explotados de distintas maneras para su
consumo. La mas simple es a través de la libreria de mlflow. Para ello se tiene
que establecer una conexion con el servidor de modelos y con el repositorio de
artefactos como se muestra en las figuras.

Algoritmo 6.1 Obtencion modelo MLflow
os.environ["MLFLOW_TRACKING_URI"]="http://ip:puerto"
model=mlflow.sklearn.load_model("models:/NEOs/1")

/home/alonso/Documentos/TFG/mlflow_env/bin/python -W ignore /home/alonso/Documentos/TFG/predict.py
RandomForestClassifier(n_estimators=10000, n_jobs=-1)

[ True False True ... False False False]

Figura 6.44.: Modelo usado desde Python

En la anterior 6.44 se observa el modelo obtenido y la salida de este.

Otra opcion es exportar el modelo como servicio a través de la CLI (Command
Line Interface) de MLflow. Dentro de esta se dan varias opciones como el des-
pliegue a través de contenedores Docker o mediante los paquetes gestionados
por entornos virtuales ya instalados. Para desplegar el modelo sobre un conte-
nedor es necesario generar el Dockerfile a través del comando: mliflow models
generate-dockerfile, indicando como opciones el modelo a desplegar a través de
su URI, y donde sera almacenado el archivo Dockerfile, junto con el modelo para
el despliegue. Para desplegar el modelo como servicio con un gestor de paquetes
instalado en el sistema se debera usar el comando mliflow serve, indicando el
modelo a despegar, el puerto y la red.
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New Request

POST ~  http:/| I/ invocations

Params Auth on CE] 8) Body Pre

none form-data x-www-form-urlencoded @ raw binary GraphQL

"inputs”: [

Figura 6.45.: Consulta con Postman

En la figura 6.45 se puede observar la respuesta del servicio a una peticién con
una entrada del dataset original y la prediccion del modelo correspondiente.

6.7. Monitorizacion del modelo

En un escenario completo el modelo debe ser monitorizado para observar su
rendimiento a lo largo del tiempo. Debido a que se ha utilizado un dataset ce-
rrado, no se generaran nuevos datos, ni existe una evolucion de estos, por lo
que no es posible realizar un seguimiento. En el escenario completo, se ha de
suponer que el modelo empieza a sufrir de data drifting y que por lo tanto va
a ser necesario actualizarlo cuando disminuya su rendimiento por debajo del
umbral establecido. Para esto se deberan registrar los resultados del modelo y
evaluar las diferencias con los valores reales.

6.8. Reentrenamiento o sustitucion del modelo

En este punto se repetira el proceso para la generacion de modelos anteriormen-
te descrita y se seleccionara un nuevo modelo como sustituto. De nuevo no es

70



6.8 Reentrenamiento o sustitucion del modelo

posible replicar esta fase por la falta de unos datos que cambien con el tiempo.
Pero se puede simular la obtencion la seleccion de un segundo modelo, para
remplazar al antiguo. Ademas, el modelo antiguo pasara al estado archived y el
nuevo a produccion.

En este caso se selecciona el segundo mejor modelo de los seleccionados antes
y se registra como segunda version de NEOs.

Create Model Q@ a Search
Name 4 LatestVersion Staging Last Modified Tags

NEOs Version 1 - Version 1 2023-05-14 17:24:15 -

1 10/page v

Figura 6.46.: Dos modelos registrados

En la figura 6.46 se muestra como la version 2 esta registrada como modelo
también.

Stage Transition X

Transitionto —
Transition existing model versions to

Cancel

Figura 6.47.: Transicion de estados

En la figura 6.47 se selecciona la opcion de pasar a archived el modelo anterior-
mente en produccion.

Registered Models >

NEOs

Created Time: 2023-05-14 02:40:57 Last Modified: 2023-05-14 17:55:59

> Description

> Tags

v \Versions Al Active 1

Version Registered at ~  Created by Stage Description

© version2 20230614 17:4357
© version1 20230614 02:4057

Figura 6.48.: Nuevos estados de los modelos

En la figura 6.48 se muestra el estado de los modelos registrados en el sistema,
la version 1 se encuentra archivada y la segunda en produccion.
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7. Analisis de impacto.

Durante todo el trabajo se ha desarrollado una metodologia para poder gestio-
nar con los proyectos ML de la mejor manera posible. Para ello se ha revisado
porque es necesario una metodologia como MLOps y cuales son sus origenes,
cuales es el problema que se quiere solucionar es particular, el analisis de las
herramientas que soportan la metodologia, como ha sido despegada la herra-
mienta, la metodologia en especifico a seguir, ilustrada a través de un proyecto
practico.

MLOps surge de la necesidad adaptar los desarrollos agiles a los desarrollos
de ML. Aunque la computacion moderna y la inteligencia artificial surgieran de
manera simultanea la primera consiguié buenos resultados desde el principio
y por lo tanto fue favorecida. Esto ha llevado a una aparicion mas tardia de
las metodologias de desarrollo en ML. MLOps surge para poder solucionar los
mismos problemas que DevOps, pero para ML. MLOps ha demostrado tener un
rendimiento superior para gestionar el ciclo de vida de desarrollos ML que otras
técnicas [Com19]. Ademas, tiene una organizacion en niveles lo que permite
gestionar el nivel de automatizacion dependiendo del proyecto, no es necesario
la automatizacion de un proyecto del que solo se quiere un modelo puntual, pero
si que lo es de uno que se requiera una precision constante.

Entre las arquitecturas disponibles se ha seleccionado la mas adecuada para el
problema que se presenta. MLflow permite la gestion de proyectos ML a nivel O,
aunque a través de herramientas externas es posible el uso de niveles mas altos
y por lo tanto de mas optimizacion. Para gestionar el despliegue se ha usado
la Docker, que permite gestionar las dependencias con el sistema operativo de
manera mas sencilla y ligera que una maquina virtual, aumentando la replicabi-
lidad del sistema. También se decide que la base de datos que soporte el sistema
se gestionado por PostgreSQL y que el repositorio de artefactos requerido este
alojado en un NAS y su acceso se realice mediante NFS (UNIX) y SMB (Windows).
Esta arquitectura permite el desarrollo proyectos desde cualquier maquina con
acceso al servidor MLflow, Postgres y repositorio de modelos.

Una vez conocida seleccionada la herramienta y la arquitectura que seguira es
necesario seguir, es necesario seguir la metodologia a seguir. Esta metodologia
se ha adaptado para aprovechar la herramienta de la mejor manera posible,
aprovechando sus puntos fuertes y minimizando los puntos débiles. En este ca-
so se provecha la flexibilidad que proporciona MLflow en cuanto al desarrollo,
permite multiples alternativas de manera nativa y da soporte basico al resto.
Aunque no tenga tanta automatizacion como otras plataformas se puede reme-
diar con herramientas externas como ETLs (Extract, Transform, Load) para el
tratamiento de los datos, AutoML de plataformas en las que si que esta dispo-
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nible de manera abierta (H20). Otro de los pilares de MLOps es la sustitucion
de modelos cuando sus capacidades decaen. En este caso, para reconocerlo es
necesario almacenar todas las consultas hacia los modelos. Esta metodologia ha
sido desarrollada con el objetivo, de proporcionar trazabilidad, replicabilidad y
agilidad a los proyectos ML. La trazabilidad es aportada por el registro de todo
lo relacionado con los modelos producidos, que permite seguir haciendo prue-
bas con distintos parametros sin temor a perder el trabajo ya realizado, con el
objetivo de producir mejores modelos. La replicabilidad se ha seguido desde el
primer momento, en todo momento habiendo varias instancias replicadas de los
servidores para poder realizar pruebas de concepto y arquitectura sobre ellos. El
sistema en si permite la replicabilidad al guardar todo lo relacionado con cémo
se han realizado los experimentos y runs, que permite en cualquier momento
replicar cualquiera en el caso de ser necesario. La agilidad de la metodologia es
directamente heredada de DevOps, al tratarse de una extension a esta. También
se replican los escenarios de desarrollo y produccion, en este caso entrenamien-
to y produccion.

En cuanto a su relacion con el desarrollo sostenible y los objetivos de la ONU
este proyecto se alinea con el noveno objetivo: “Industria, Innovacion e Infraes-
tructuras”. MLOps es una metodologia desarrollada en los ultimos 8 anos para
la gestion de los proyectos, introducida por primera vez por Google [HZRS16],
cuyo objetivo es la agilizacion de los proyectos ML, para obtener mejores resul-
tados de ellos. No solo provoca una innovacion su uso, sino que esta destinada
al servicio de la investigacion. Reduce la necesidad de tener que realizar varias
veces el mismo entrenamiento para la obtenciéon de los datos, lo que reduce el
gasto de energia, en la parte mas costosa del proceso.
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8. Conclusiones.

En este trabajo se ha cumplido los objetivos que en un principio se habia pro-
puesto: se ha seleccionado Mlflow para poder hacer uso de la metodologia MLOps,
se ha desplegado sobre una arquitectura Docker, se ha disenado una metodo-
logia que siga MLOps y que se adapte a Mlflow y C.R.I.D.A., por ultimo se ha
comprobado mediante un caso practico.

= Aunque Mlfow solo tenga nivel MLOps O, a través de otras herramientas se
puede obtener la automatizacion buscada.

» Gran parte de las automatizaciones de las herramientas con nivel 2, de-
penden de usar los paquetes de servicios al completo de las empresas que
las ofrecen. Por el contrario, el uso de una herramienta de nivel O, permite
la seleccion flexible de la forma de automatizacion.

= Se ha construido una arquitectura resistente a fallos, a través de las funcio-
nes que da Docker para el almacenamiento permanente y la recuperacion
de servicios tras un error.

= La metodologia soporta herramientas externas para la automatizacion, co-
mo pueden ser las ETLs (Extract, Transform, Load) para la obtencion de
datos o el uso de AutoML de H20 para la agilizacion de los entrenamien-
tos.

= El uso de la herramienta a la hora de realizar entrenamientos es simple. So-
lo es necesario anadir las ordenes necesarias, al codigo de entrenamiento,
para que se almacene el modelo, parametros, métricas y artefactos.

= El buen funcionamiento de la herramienta depende del seguimiento de la
metodologia que hagan los usuarios.

= Permite la entrega rapida y continua de modelos, y su reentrenamiento o
sustitucion sencilla.

= La creacion de los modelos es replicable. No solo es util para ofrecer traza-
bilidad, si no, también para exponer y explicar resultados.
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9. Lineas futuras de mejora

Este proyecto cuenta con dos principales deficiencias técnicas y hereda los retos
de los niveles mas bajos de MLOps. Como ya se ha comentado durante el disefio
de la arquitectura, el uso de HDFS ha generado muchos problemas y ha sido
descartado, aunque tuviera mejores caracteristicas que la combinaciéon de NFS
y SMB. Tampoco se cuenta con gestion de usuarios funcional, debido a que
en el momento de realizacion de este TFG es una caracteristica experimental e
incompleta. Los niveles mas bajos no cumplen con CI/CD por lo que el trabajo
no automatizado recae sobre los desarrolladores.

HDFS cuenta con varias ventajas con respecto a la combinacion de NFS/SMB.
La primera y mas importante, es un sistema totalmente distribuido y resisten-
te a fallos, por el contrario, NFS/SMB son protocolos para compartir archivos.
HDFS puede seguir funcionado con uno de sus nodos caido debido a la repli-
cacion de informacion en los distintos nodos, pero NFS/SMB en el caso de una
caida del servidor dejan de funcionar. La estructura para escribir y leer datos
sigue totalmente Write-Once-Read-Many. La segunda ventaja es el acceso nativo
a las herramientas nativas del ecosistema Hadoop como Spark o Kafka. Aunque,
parte de estas herramientas si que se pueden usar fuera del ecosistema, como
Spark para realizar procesamiento MapReduce, no se cuenta con la misma fa-
cilidad para ello. Por ultimo, otra ventaja es que las conexiones hacia HDFS no
necesitan distintos protocolos dependiendo del sistema operativo, lo que tam-
bién simplifica la arquitectura.

La gestion de usuarios esta siendo desarrollada en este momento en Mlflow y
todavia es experimental, no hay una jerarquia, roles, ni unas operaciones per-
mitidas y restringidas. La gestion usuarios no es un tema unicamente de segu-
ridad o privacidad, si no de organizacion y de minimizacion del riesgo de todos
los errores posibles en este sistema. Una solucion temporal hasta la inclusion
de final de los usuarios en MLflow el uso de proxy inverso como NGINX, aunque
esto solo trata el acceso a la herramienta, no el acceso a los distintos experimen-
tos y ejecuciones de cada uno de los proyectos, por no hablar de los permisos de
lectura, escritura o borrado.

Como se ha comentado varias veces durante el desarrollo de este trabajo, el nivel
MLOps de la herramienta es O de partida y 1 se usan herramientas externas co-
mo herramientas ETL para la automatizacion de parte de los procesos. Aun asi,
gran parte de la gestion recae sobre los desarrolladores al no haber un automa-
tismo generalizado. En el caso de que un proyecto solo se quiera realizar una vez
y no sea necesario replicarlo se puede optar por el nivel 0. En el caso de que se
quiera usar el nivel 1 es necesario que la limpieza de datos y los entrenamientos
queden automatizados para poder lanzarlos de manera automatica una vez que
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Capitulo 9 Lineas futuras de mejora

se considere necesario con la posibilidad de definir un trigger. Toda la gestion de
esto pipelines se tiene que realizar de manera manual, lo que se pude convertir
en un problema segun aumenta su numero. [Clo21b].

Por ultimo, el sistema es dependiente del buen uso que le den sus usuarios, es
necesario que sigan las buenas practicas expuestas en la metodologia para un
correcto aprovechamiento de la herramienta.
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A. Apendice

A.1. Archivos de configuracion docker necesarios para el
despligue de la arquitectura.

A.1.1. Dockerfile Miflow
A.1.1.1. Dockerfile Miflow

FROM ubuntu:22.04
#Utilidades
RUN apt-get update
RUN apt-get install -y wget
RUN apt-get install -y libpq-dev
#Python
RUN apt-get -y install python3
# Usuario sin privilegios
# ——login: Fuerza a la ejecucion de los archivos de configuracion
# —c Permite que todos los argumentos vengan dentro del mismo string
# y los separa
SHELL ["/bin/bash", "--login", "-c"]
ENV USER=devteam
ENV HOME=/home/${USER}
# Recomendadion para designar usuarios sin privilegios (UID, GID)
ENV UID 1000
ENV GID 100
# Crea el usuario sin contrasena,
# fuera de la lista de sudoers con los parametros anteriormente
# definidos
RUN adduser —--disabled-password \
——gecos "Non-root user" \
——home ${HOME} \
—-—uid ${UID} \
--gid ${GID} \
$ {USER}
# Copiar ficheros necesarios
COPY entrypoint.sh ${HOME}
RUN chown ${UID}:${GID} ${HOME}/entrypoint.sh &% \
chmod 0755 ${HOME}/ entrypoint.sh
COPY .bashrc ${HOME}
RUN chown ${UID}:${GID} ${HOME}/.bashrc
RUN mkdir /home/MLFLOWS
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RUN chmod 0770 /home/MLFLOWS

RUN chown devteam:users /home/MLFLOWS

# Conda

USER ${USER}

ENV CONDA DIR=$ {HOME} / conda

RUN wget ——quiet \

https://repo.anaconda.com/miniconda/Miniconda3-latest -Linux-x86_64.sh
—O ~/miniconda.sh

RUN chmod 0700 ~/miniconda.sh

RUN bash ~/miniconda.sh -b —-p ${CONDA_DIR}

RUN rm ~/miniconda.sh

ENV PATH=$CONDA DIR/bin : $PATH

RUN echo ". ${CONDA DIR}/etc/profile.d/conda.sh" >> ~/.profile

RUN conda init bash

#Entorno

RUN mkdir ${HOME}/ artifacts

RUN mkdir ${HOME}/mlruns

ENV PROYECTOS DIR ${HOME}/ mlflowProjects

RUN mkdir ${PROYECTOS DIR}

WORKDIR $ {PROYECTOS_DIR}

#Configuarar conda

ENV ENV_PREFIX=mlflow_env

RUN conda update ——name base ——channel defaults conda

RUN conda create —n $ENV_PREFIX

RUN conda clean -—-all --yes

RUN conda activate ${ENV_PREFIX} && \
python3 -m pip install ——upgrade pip &X \
pip install mlflow && \
pip install psycopg2-binary && \
pip install hdfs

ENTRYPOINT ["/home/devteam/entrypoint.sh"]

# Lanzamiento servidor

EXPOSE 80

A.1.1.2. Entrypoint

#!/bin/bash
set —e
conda run —-n $ENV_PREFIX $@

A.1.1.3. .bashrc

alias las=’ls -las’
alias cls=’clear’
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A.1 Archivos de configuracion docker necesarios para el despligue de la
arquitectura.

A.1.2. Dockerfile Postgres
FROM postgres:15.2

A.1.3. Docker compose y .env

A.1.3.1. Compose.yaml

version: "3.5"
services:
mlflow—-mlflow:
# Localizacion de la imagen nombre de la imagen y del contenedor
build: ./docker/mlflowDocker
image: mlflow_image
container_name: mlflow
depends_on:
— mlflow—-postgresql
environment:
- MUID=$UID
- MGID=$GID
— ARTIFACTS=$ARTIFACTS
# Dependencias y politica de reinicio
restart: always
# Exportar los puertos (abrirlos)
ports:
- 80:80
# Comando de lanzamiento (Explicado en profundodad en Intalacion .md)
command: mlflow server -h 0.0.0.0 -p 80 \
—-backend-store—-uri $BACKEND \
——default—artifact —-root $ARTIFACTS/artifacts
volumes:
#— /artifacts:/artifacts:rw
— /home/MLFLOWS: / home/MLFLOWS: rw
# networks:
# - frontend

mlflow—postgresql:

build: ./docker/postgreSQL

image: postgresql_image

container_name: postgres

environment:

- MUID=$UID

MGID=$GID
— POSTGRES DB=mlruns
— POSTGRES USER=mlflow
— POSTGRES_PASSWORD=$POSTGRES PASSWORD
PGDATA=/var/lib /postgresql/data/database
restart: always
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ports:
- 543210:543210
volumes:
— /home/devteam/postgres/mlflowDatabase:/var/lib/postgresql/data:rw

A.1.3.2. .env

BACKEND=postgresql://mlflow : $ {POSTGRES PASSWORD}@192.168.1.2:543210/mlruns
ARTIFACTS=file :// /home/MLFLOWS

A.1.4. Manual instalacion.
A.1.4.1. Instalacion MLFlows

Docker Esta seccion esta extraida de la documentacion oficial de instalacion de

Docker, que se pueden encontrar en https://docs.docker.com/engine/install/ubuntu/#set-
up-the-repository y https://docs.docker.com/desktop/install/ubuntu/. Es re-
comendable copiar los comandos directamente desde los links anteriores. Si en

alguno de los pasos se devuelve un error con una segunda ejecucion de todos los

pasos de esta seccion se arregla, esto es causado por que algunos de los paque-

tes modifican los archivos de configuracion necesarios. Posiblemente lo cause

la instalacion de docker.io. Si se interrumpe la instalacion de los paquetes que

se obtienen desde el nuevo repositorio no es necesario volver a configurar los

paquetes solo ejecutar.

= Base docker

sudo apt install docker.io

= Incluir el repositorio docker

# Update the apt package index and install packages to allow apt
# to use a repository over HTTPS
# Obtencion de librerias necesarias para la instalacion
sudo apt—-get update
sudo apt—-get install \
ca—certificates \
curl \

gnupg

# Add Dockers official GPG key
# Descarga de la clave GPG para conectarse al repositorio de docker
sudo install -m 0755 -d /etc/apt/keyrings curl —fsSL \
https://download.docker.com/linux/ubuntu/gpg \
| sudo gpg ——dearmor -o \
/etc/apt/keyrings/docker. gpg
sudo chmod a+r /etc/apt/keyrings/docker.gpg
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arquitectura.

# Use the following command to set up the repository

# Anadir el repositorio a la lista de repositorios en los que se
#confia

echo \

"deb [arch="$(dpkg ——print—-architecture)"\
signed-by=/etc/apt/keyrings/docker. gpg]\
https://download.docker.com/linux/ubuntu \

"$(. /etc/os-release & X echo "$VERSION CODENAME")" stable" | \
sudo tee /etc/apt/sources.list.d/docker.list > /dev/null

= Docker engine

sudo apt—-get install \

docker—ce \

docker—ce—cli \

containerd.io \

docker—buildx-plugin \

docker—compose-plugin
= Docker desktop

sudo apt—-get install ./docker—desktop—-<version>-<arch>.deb

Docker sin sudo Las siguientes instrucciones estan extraidas desde el siguiente
link: https://docs.docker.com/engine/install /linux-postinstall.

= Crear grupo docker si no esta creado, la manera mas facil de realizar esto
es directamente intentar crear el grupo, en el caso de que ya exista fallara
el comando, mostrando como motivo el grupo ya existe.

sudo groupadd docker

= Se anade al grupo Docker el usuario que vaya a usar Docker

sudo usermod —-aG docker $USER

= Se aplican los cambios

newgrp docker

= Se reinicia el terminal para que se queden aplicados los cambios.

= Comprobar que el usuario este anadido en el grupo, el nombre del grupo
ha de aparecer.

groups
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NFS

» El servidor nfs puede ser instalado donde de desee. Para instalar el servidor
es necesario usar la libreria. El servidor es el encargado de mantener los
datos, concretamente los artefactos que han de ser almacenados en un
sistema de ficheros.

sudo apt install nfs-kernel-server

= En el caso de querer usar el NAS como servidor NFS es necesario anadir al
usuario a los que tengan permiso en la carpeta, con su IP y permisos de
lectura y escritura.

= Los clientes de nfs han de estar instalados y annadidos a /etc/fstab para que
puedan ser montados en el arranque del sistema. El directorio cliente ha
de estar localizado en la misma ruta para la maquina que realice labores de
servidor de mlflows y para el cliente de mlflows. Es necesario la instalacion
de la libreria nfs-common.

sudo apt install nfs—-common

= Para montar las carpetas es se monta se usa el comando mount IP_servidor: /ruta/servidor
/ruta/cliente

mount 192.168.1.2:/ruta/MLFLOWS /ruta/MLFLOWS

» Para garantizar el acceso tanto de los clientes de mlflows como del servidor
mflows los permisos unix del directorio han de ser los siguintes:

® Permisos drwxrws___. Directorio con todos los permisos para su pro-
pietario y con todos para el grupo propietario. Ademas, todos los usua-
rios pertenecientes al grupo usaran el grupo propietario para realizar
las escrituras dentro del sistema de archivos nfs.

chmod 2770 /ruta/MLFLOWS

* Propietarios del sistema de archivos. Usuario pude ser cualquiera. El
grupo a ser uno al que tengan acceso todos los ususarios que se re-
quira que usen mlflow, por ejemplo mlflow.

chown owner:mlflow /ruta/mlflows

SMB Para los usuarios de mlflows que quieran usar Windows se montara el
directorio de artefactos con SMB en vez de con NFS. Es necesario realizar dos
pasos para poder montar una carpeta con la misma ruta que en Linux.

1. El primer paso es importar la carpeta por el protocolo SMB.
net use M: \\192.168.1.2\MLFLOWS contrasena /USER:usuario /PERSISTENT:NO
2. El Segundo paso consiste en sincronizar la carpeta que tenga la direccion

deseada con el volumen recién creado. Es necesario usar cmd con permisos
de administracion.
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mklink /d \ruta\MLFLOWS M:

Lanzamiento servidor Es necesario dar un valor a la variable POSTGRES PASSWORD
porque es la variable, que posteriormente, leera Docker compose para configu-

rar la contrasena de la base de datos postgres y la contrasefna con la mlflow se
conecta.

= Ejecutar desde la carpeta raiz del proyecto
* Cuando no haga falta volver a construir las imagenes
export POSTGRES PASSWORD=password &% \
docker compose up —-d
* Cuando haga falta volver a construir las imagenes.
export POSTGRES PASSWORD=password &% \

docker compose up —-d —build

= En el caso de que fuera necesario volver a construir las imagenes sin haber
realizado ningin cambio en los Dockerfile se pueden volver a construir
de la siguiente manera. Después se vuelven a lanzar con los comandos
anteriores.

docker compose build no—-cache

= Comprobar que los servicios estén levantados, deberia aparecer dos servi-
cios con estatus running, uno mlflow y otro postgres.

docker ps -a

= Detener la ejecucion

docker compose stop

» Eliminar todo lo definido en el archivo compose

docker compose down

A.2. Uso de la herramienta

A.2.1. Manual de usuario
A.2.1.1. Conceptos

En esta seccién presentamos los diferentes conceptos que se deben comprender
para un correcto uso de la herramienta.

1. Experimentos: Se pueden reutilizar para generar en ellos distintas runs.
Se suelen agrupar runs con mismo objetivo para comparar los distintos
resultados de las runs.
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a) Ejecuciones (runs): Son ejecuciones del programa (se pueden reutilizar
runs activas, pero por diseno no lo haria), estas ejecuciones tienen
distintos componentes que son almacenados.

1) Etiquetas: Etiquetas para identificar las runs (Proponer sistema de
etiquetado: #<nombreProyecto>, #<Algoritmo>, #<Libreria>, #ASu-
pervisado, #ANoSupervisado...).

2) Parametros: Parametros utilizados en la ejecucion (run). Se debe
anadir el nombre del dataset como parametro.

3) Métricas: Métricas utilizadas para evaluar los resultados (intentar
en la medida de lo posible mantener las mismas métricas en todas
las ejecuciones).

4) Artefactos: Todos los ficheros que intervienen en la ejecucion (in-
puts, outputs, modelos, ficheros de propiedades...) (cuidado con el
artefactStorage, quizas es necesario montar un hdfs).

2. Proyectos (se almacenan con los artefactos): Puedes ejecutar un proyecto
siempre que contenga un entryPoint.

a) MLproject file: Informacion del proyecto (es importante ya que se puede
utilizar luego para realizar la ejecucion).

b) Entorno: Requisitos del entorno de ejecucion (libs por ejemplo).

c¢) Entry points: Fichero o comando utilizado para la ejecucion del pro-
yecto (main, comando de ejecucion...).

d) Modelo: Modelo (pkl).

3. Modelos: Directorio con multiples archivos, incluyendo un MLModel. Es-
tos modelos pueden ser desplegados como servicios para ser utilizados por
servicios REST.

a) Flavors: Estandar utilizado para desplegar los modelos (sklearn, keras,
h2o...).

b) Model Signature: Descripcion de las entradas y salidas del modelo (Uso
obligado de Column-based Signature Example).

c¢) Model Input Example: Ejemplo de la entrada de datos (Uso obligado de
Column-based Example).

d) Artefactos: Con la funcion MLModel.evaluate() permite generar infor-
macion relativa a la evaluacion, entre esta graficos y métricas que se
almacenan junto al modelo.

4. Registro de modelos: Se utiliza para centralizar el almacenaje de los mode-
los, anadirles versiones, ciclo de vida y otros metadatos (puede registrarse
desde el codigo o desde la Ul).

a) El ciclo de vida, versionado y mantenimiento de los modelos es muy
completo.
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b) No borrar modelos a no ser que hayan sido creados por error.

c) Permite el uso de modelos que no tengan flavors con limitaciones (de-
bes "crear" el flavor ta mismo).

5. Autolog: Registro automatico de parametros, métricas y ciertos artefactos.
Solo esta disponible en algunos “flavours” y las métricas guardadas son so-
bre el conjunto de entrenamiento. Por lo que es necesario guardar las mé-
tricas sobre el conjunto de test que se considere oportunas. La “signature”
del modelo es preferible realizarla manualmente con el dataset completo.

A.2.1.2. Interface web de MLFlow

Experimentos El registro de los distintos experimentos y ejecuciones se puede
ver en la interfaz web del servidor MLFlow. En la imagen podemos observar las
distintas ejecuciones asociadas a los experimentos adjuntos.

ml/ /oW 231 Experiments  Models GitHub  Docs
Experiments [©ln] Hazardous_NEOS ©®  provide Fecaback [
ExperimentID: 1 Artfact Location: lle://homelmiflow/artiacts/1
Defaut Al

> Description Edit

[E Tapie view |l chart view Q ® =sotn v = Columns v i O Refresh

Hazardous_NEOs Zea

Time created: Alltime v State: Active v
Metrics Parameters
® Run Name Created Source Models FalseF1 TrueF1 auc f = rec n_estimators
- ruar oo (O R— e e e e - xa
@ @ blushingram-936 @ 27 minutes ago 1 ipykem. h2o 0.368 0991 0999 0469
® © 1minuteago 2 ipykern. 0524 02
® @ welcoming-donkey-506 © 1minute ago L ipykemn. 05 o.107
@ auspicious-hound-694 © 56 seconds ago ipykern. 0511 0.103
® agreeable-tern-175 © 50seconds ago ipykern. 0515 0074
® © 59 seconds ago Cipykern. 0508 0.069
® © 1minuteago 2 ipykern. 0504 0067
® © 53 seconds ago 2 ipykern. 0511 0051
® © 44 seconds ago Cipykern. 0505 0.048
@ @ bittersweet-frog-2 © 47 seconds ago ipykern. 0505 0.026
@ @ receptive-goat-452 © 41 seconds ago L ipykern. 0503 0.026
® brawny-robin-357 © 38 seconds ago L ipykemn. 0502 0025
@ @ beautifulmole-787 © 13 seconds ago ipykern. 0s 0
® valuable-vole-515 © 16 seconds ago ipykern. 0s 0
® ® loud-crow-198 © 19 seconds ago L ipykemn. 0.497 0
® debonair-pig784 © 22 seconds ago ipykern. 047 0
@ ® suaverboar-174 © 25 seconds ago ipykern. 0496 0
® ® marvelous-eel-779 © 28 seconds ago L ipykemn. 0.497 0
® ® angry-horses67 © 31 seconds ago 2 ipykern. 0496 0
® bighound-23 © 35 seconds ago ipykern. 0496 0

34 matching runs

Figura A.l.: Pestana de experimentos

Ademas, pinchando en uno de los experimentos podemos ver los detalles de este
y el modelo resultante (si ha sido almacenado).
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ents  Models GitHub  Docs

Hazardous_NEOs >

auspicious-cat-696

Run ID: 8c12d5e49e1843f69b0bbe89771b0bb5 Date: 2023-05-16 20:58:50 Source: O ipykernel_launcher.py Git Commit: 8a6473ca0e02ce260f15c62de31ea269c2bb990
User: alonso Duration: 1.4s Status: FINISHED Lifecycle Stage: active
> Description Edit
> Parameters (1)
> Metrics (4)
> Tags
v Artifacts
¥ B model - N
Full Path:file; 1/8c12d5e49¢ 71b0bb5/ar a Register Model
> B8 model.h2o
& MLmodel
@ condayaml MLflow Model

[@ python_env.yaml . . .
[ ¥ The code snippets below demonstrate how to make predictions using the logged model. You can also register it to the model registry to version control
[® requirements.txt

[3 ConfusionMatrix

PlonHi Model schema Make Predictions
model_info
B param Input and output schema for your model. Learn more Predict on a Spark DataFrame: a
B performance 0 3 import mlflow
ame ype

struct, col
9bobbe89771bobbS/model

from pyspark.sql.functions im

logged_model = 'runs:/8cl2d5e49e18
8 Inputs (22)
rn double value

# Load model as a Spark UDF. Override result_type if the model does no

s

Absolute Magnitud doubl i
solute Magnitude ouble Tl il = ik e e o e, st rrriellemedl rertl, pesullt e ErHle)

Figura A.2.: Informacion asociada a una ejecucion

Por otra parte, se puede realizar una comparacion entre los distintos experimen-
tos y ejecuciones para analizar las diferencias entre cada una de las ejecuciones
y los modelos resultantes.

ents  Models GitHub  Docs

Hazardous_NEOs >
Comparing 11 Runs from 1 Experiment

© We've made several i to the new runs. i i Give it a try. If you prefer to use this experience, we'd love to know more.  Provide Feedback

v Visualizations
Parallel Coordinates Plot Scatter Plot Box Plot Contour Plot

Parameters;

max_models f auc
max_models X v 11.00000 0.95867 1.00000
11.00000 1
1
Metrics:
0.90000 Ji
f1X auc X v 0.9995 0.0998
10.50000 S
Clear All 0.80000 0.99950 0.9996
10.00000 0.99940 0.9994
0.99920 0.9992
©.50000
0.99900 0.999
2.00000 *
©.00000 0.51104 0.99885
v Run details
Run ID: 8c12d5e49¢1843f69b0bbe8...  53b3bfe1d9d144d5bb7547...  a692fc7547f645938656588¢... 188c2ee7e01e42d09212b48... 1ac10dd9ae7e49f8b7b7e35... e5935a3fde42403a83e96¢ea...  1e1c6750b0914

Figura A.3.: Ventana de comparacion entre las distintas ejecuciones
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Todo esto permite tener un registro exhaustivo que se puede consultar desde la
web y permite analizar y comprar los resultados de las distintas ejecuciones con
total fiabilidad.

Modelos La pestana de modelos muestra todos los modelos registrados, junto
con su version y su ciclo de vida. Si quieres acceder a los archivos asociados al
modelo, debes consultar la ejecucion que tiene asociada.

MmIJ /oW 221 Experiments  Models GitHub  Docs

Registered Models

© Sshare and manage machine learning models. Learn more
Create Model @ a Search
Name 4 Latest Version Staging Last Modified Tags

NEOs Version 1 - Version 1 2023-05-16 21:08:42 -

Figura A.4.: Pestania de modelos

Para realizar el registro del entrenamiento de los modelos, deberemos incorpo-
rar pequenos fragmentos de cédigo embebidos en nuestro propio codigo. Esto
se realiza para indicar que partes son las que queremos almacenar y donde
queremos que esto se realice.

El archivo adjunto contiene un ejemplo con el codigo necesario para:
1. Conectarte al servidor MLFlow.

os.environ [ 'MLFLOW_TRACKING_URI']="http://ip:puerto’
os.environ [ 'MLFLOW_EXPERIMENT NAME'’ | =" pruebaSklearnConector’
# Nombre del experimento/proyecto

2. El dataset puede ser obtenido danto de la base de datos, como de ficheros
.csv. Es necesario guardar la consulta o el datset en todos los runs. En el
caso de usar un dataset de grandes dimensiones, es necesario comnatar-
lo vara llegar a una manera de guardar los datasets de la mejor manera
posible.
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Capitulo A Apendice

a)

b)

En el caso de tratarse de un dataset obtenido de un fihcero .csv se ha
de guardara el dataset completo.

mlflow. log_artifact ("ruta/hasta/csv", "dataset")
En el caso de haber obtenido el dataset mediante una querie es nece-
sario almacenar la querie con la que se obenido.

mlflow.log_text (variableConLaQuery, "query")

3. Hacer un registro de experimentos y las ejecuciones (runs) asociadas a
dichos experimentos.

4. La informacion que se almacena es la siguiente (toda esta informacion se
puede complementar con tags, descripciones y otros atributos):

a)

b)

c)

Modelo/Modelo registrado y signatura (Es recomendable siempre ge-
nerar la signature de manera manual.

signature=mlflow.models. infer_signature (data.drop (" target", axis=1),

# Registrar un modelo

mlflow. flavor.log_model (variableConEIModelo, "model",
registered_model_name=
signature=signature)

# Almacenar un modelo

mlflow. flavor .log_model (variableConElModelo,
"model", signature=sig:

Parametros.

mlflow.log_param ("nombreParametro”, variableParametro)

Métricas.

mlflow.log_metric ("nombreMetrica", variableMetrica)

d) Artefactos.

mlflow.log_artifact (rutaLocalAlArchivo, nombreArchivoEnDestino)

e) Ademas es posible almacenar artefactos de distintas maneras: log_text,

f)

A.2.1.3.

log_dict o log_image.

La libreria mlflow_extend permite el almacenamiento de mas clases de
artefactos.

Conector SMB

Para poder usar Mlflow es necesario tener conexion con el repositorio de arte-
factos localizado en el NAS, se han incluido dos archivos para la conexion, la
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A.2 Uso de la herramienta

primera necesita permisos de administracion y prepara lo necesario para la co-
nexion, la segunda, se debe ejecutar cada vez que se quiera usar Mlflow después
de encender el ordenador.

IMPORTANTE: NO RELIZAR LA CONEXION PUEDE CAUSAR PROBLEMAS A
LA HORA DE RELIZAR EXPERIMENTOS. El conector comprueba la conexion
con el servidor de ficheros y se puede ha de anadir su lanzamiento a los archivos
Python que se usen para entrenar.

El conector (conectorMlflow.bat) en la ruta C:\ para tener contar con una ruta
absoluta para su ejecucion desde los scripts de entrenamiento.

Es necesario modificar la primera linea de ambos conectores para especificar el
usuario y contrasena en el NAS.

A.2.1.4. Ejemplo completo

import h2o from h2o0.automl

import H20AutoML

h2o0. init ()

import pandas as pd

from sklearn.model_selection import train_test_split

import mlflow

from mlflow_extend.logging import log_confusion_matrix

from mlflow_extend.logging import log_confusion_matrix

import os os.environ [ 'MLFLOW_TRACKING URI’']="http://localhost’
os.environ [ 'MLFLOW _EXPERIMENT NAME’] = f "Hazardous_NEOs"

def getMediumMetrics (metric):
numFalse=data [[" Target"]]. countmatches (" False ") .sum()
numTrue=data [[" Target "]]. countmatches ("True").sum/()
return (numFalsexmetric[0][0]+numTruesmetric[0][1])/ (numTrue+tnumFalse)

data=h2o0.import_file ("../data/preparedData.csv")

train, test = data.split_frame(ratios=[0.8])
train[:, —-1] = train|[:, -—-1].asfactor() test[:, —-1] = test[:, —1].asfactor ()

max_models=10

aml=H20AutoML (max_models=max_models)

aml. train (x=train.columns[0:-1], y=train.columns[-1],
training_frame=train)

b = aml.leaderboard 1b.head(rows=1b.nrows)

for i in range(O, len (aml.leaderboard)-1):
with mlflow.start _run ():
model=h2o0. get_model (aml.leaderboard[i, "model_id"])
dataPd=pd.read_csv("../ data/preparedData.csv")
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Capitulo A Apendice

fl1Score=model .F1 ()
mlflow.log_metric ("FalseF1", fl1Score[0][O])
mlflow.log_metric ("TrueF1", f1Score[O][1])
mlflow.log_metric ("f1", getMediumMetrics (flScore))
mlflow.log_metric ("auc", model.auc())
mlflow.log_text(str (model.confusion_matrix (). to_list ()),
"ConfusionMatrix")
mlflow.log_text(str(model.params), "param")
mlflow.log_text(str(model), "model_info")
mlflow.log_text (str (model. model_performance()) ,
"performance")
mlflow.log_param ("max_models", max_models)

signature=mlflow.models.\
infer_signature (dataPd.drop (" Target",
axis=1), dataPd[[" Target"]])
mlflow.h2o0.log_model (model, "model", signature=signature)
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